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RESUMEN EJECUTIVO 

 

Con el propósito de impulsar a la bioacústica como método de monitoreo de aves 

en el Ecuador, se ha analizado la eficiencia de utilizar como herramienta, la 

identificación de especies por sus cantos usando redes neuronales de inteligencia 

artificial. Adicionalmente, se ha analizado que factores influencian el modelo 

computacional, y la diferencia entre grupos de aves; como las Oscines, 

Suboscines y No Passerinos, así como también, especies en peligro de extinción y 

de preocupación menor. Para esto se ha trabajado con dos bases de datos de 

cantos de aves: la plataforma Xenocanto y una base nacional desarrollada en el 

año 2013. El modelo computacional se lo desarrolla en los lenguajes de 

programación R y Matlab. En los resultados se determina que se puede aplicar 

esta herramienta en el Ecuador, siempre y cuando se tomen en cuenta algunas 

consideraciones. En primer lugar, es necesario considerar la cantidad de réplicas 

que se tiene por especie y la cantidad de especies que se ingresen en la 

información de entrada del modelo. Es decir, mientras haya más réplicas de cantos 

por especie la eficiencia es mayor, por el contrario, mientras mas especies se 

analicen por modelo la eficiencia es menor. Por lo que es recomendable, hacer 

modelos por grupos pequeños como géneros o familias. En segundo lugar, según 

los resultados, para desarrollar Redes Neuronales del tipo Shallow, es irrelevante 
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el tipo de parámetros acústicos que se utilicen. Así como también, es irrelevante 

dividir al set de datos en grupos de aves según sus cantos, Oscines, Suboscines y 

No Passerinos. Al igual que, dividir al set de datos en especies amenazadas y de 

preocupación menor, debido a que no se obtuvieron diferencias de eficiencia 

significativas. 
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ABSTRACT 

 

To get  the aim of promoting bioacoustics as a method of monitoring birds in 

Ecuador, the efficiency of using a tool to identify species by their songs using 

artificial intelligence neural networks has been analyzed. Additionally, it has been 

analyzed the factors that influence the computational model, and the difference 

between groups of birds; such as the Oscines, Suboscines and No Passerinos, as 

well as species in danger of extinction and of least concern. For this we have 

worked with two databases of bird songs: the Xenocanto platform and a national 

database developed in 2013. The computational model is developed in the R and 

Matlab programming languages. The results determine that this tool can be 

applied in Ecuador, as long as some considerations are taken into account. First, it 

is necessary to consider the number of replicas you have per species and the 

number of species that are entered into the input information of the model. That is, 

the more replicas of songs per species the efficiency is greater, on the contrary, 

the more species are analyzed by model the efficiency is lower. So it is advisable 

to make models for small groups such as genders or families. Secondly, according 

to the results, to develop Neural Networks of the Shallow type, the type of 

acoustic parameters that are used is irrelevant. As well as, it is irrelevant to divide 

the dataset into groups of birds according to their songs, Oscines, Suboscines and 
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No Passerinos. Like, dividing the dataset into threatened species of least concern, 

because no significant efficiency differences were obtained. 
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CAPÍTULO I: INTRODUCCIÓN 

     El Ecuador compite en diversidad de especies de aves con países mucho más 

extensos como Brasil, Colombia y Perú; y es considerado como el país que tiene 

mayor cantidad de especies por metro cuadrado (Birdlife, 2005). Esto puede ser 

debido a la presencia de la Cordillera de los Andes, su ubicación ecuatorial, y la 

influencia de la corriente marina de Humbolt (Birdlife, 2005). En el Ecuador se 

han registrado 1690 especies de aves (PUCE, 2019), distribuidas en Costa, Sierra, 

Amazonía y Región Insular. Además, el Ecuador cuenta con 33 especies 

endémicas en la parte continental y 22 en Galápagos (Birdlife, 2005).            

     Adicionalmente, el Ecuador presenta 312 especies amenazadas en territorio 

continental y 24 en Galápagos, incluyendo a varias especies endémicas (Freile et 

al., 2019). Por otra parte, Birdlife Organization, ha decretado dentro del país 107 

Áreas Importantes de Conservación de Aves (IBAS por sus siglas en Ingles) 

(Birdlife, 2005), por endemismo de aves y amenazas.   

     La bioacústica estudia los sonidos que emiten las especies para comunicarse 

(Kumar, 2003). En cuanto a aves, estos sonidos de acuerdo a su complejidad se 

dividen en llamados y cantos propiamente dichos (Kumar, 2003).  Cada especie 

tiene sus propios sonidos que los emite con diferentes fines, como por ejemplo 

reproducción, alerta, llamada, entre otros. Por lo que, se puede aplicar el análisis 

de bioacústica para identificación de especies mediante la determinación de la 

frecuencia y la amplitud del sonido (espectrograma) (Kumar, 2003). Con respecto 

a su vocalización, el orden más grande de aves se divide en dos subgrupos, que 

son los oscines y suboscines (Kumar, 2003). Las aves oscines tienen el aparato 

fonético desarrollado y pueden generar largos cantos compuestos de una serie de 
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elementos o sílabas; estas aves son un grupo perteneciente al orden paseriforme 

(Araces, 2016; Kumar, 2003), mientras que el grupo de suboscines cuentan con 

músculos de la siringe más simples (Araces, 2016).  

     La identificación de aves es una herramienta usada para conservación de 

ecosistemas (Narasimhan et al., 2017). La identificación de especies permite 

monitorear a través del tiempo el estado de un ecosistema (Valdivia et al., 2011), 

así como también, verificar la presencia o ausencia de especies amenazadas 

(Valdivia et al., 2011). El paisaje sonoro de un ecosistema poco a poco ha ido 

tomando un papel importante en la conservación de ecosistemas. La complejidad 

del paisaje sonoro se la puede relacionar con la integridad ecológica de un 

ecosistema. La integridad ecológica, determina que un ecosistema se define como 

saludable cuando es sostenible, estable y activo, manteniendo su organización y 

autonomía a través del tiempo, y depende de su capacidad de retomar a las 

condiciones anteriores a una perturbación (Sánchez-Giraldo et al., 2021). La 

integridad ecológica de un ecosistema puede ser evaluado en escalas de tiempo y 

espacios diferentes y sirve como una herramienta para medir estrategias de 

conservación. Actualmente, se ha ligado la complejidad acústica con la integridad 

ecológica, mediante índices acústicos e índices de integridad ecológica (EII) 

(Sánchez-Giraldo et al., 2021).  

IMPORTANCIA 

     En el Ecuador, la identificación de especies de aves requiere el uso de redes de 

neblina, fotografías, colecta de especies y bioacústica (Ferreira et al., 2019). Sin 

embargo, con esta investigación se pretende impulsar la identificación de aves por 

sus vocalizaciones (bioacústica) ya que los métodos de monitoreo invasivos como 

el uso de redes de neblina y colección de especímenes pueden llevar a los 

individuos de aves a un alto nivel de estrés para el caso de uso de redes de neblina 

(Ferreira et al., 2019), o afectar a las poblaciones de aves con la colección de 

especímenes (Ceballos y Báez, 2011).  El estrés al que se lleva a los individuos 

cuando se los atrapa con redes de neblina puede provocar la muerte del espécimen 

(Clewley et al., 2018). Esto, a más de reducir los individuos de poblaciones de 
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aves tiene repercusiones éticas en el monitoreo; como la incidencia en la 

mortalidad de los individuos o afectaciones por el alto nivel del estrés (Clewley et 

al., 2018).  Por otra parte, el reducir el número de individuos puede afectar de 

sobremanera las especies sensibles, tomando en cuenta que en subpoblaciones1 

cuando hay menos de 250 individuos maduros pasan a ser parte de las especies en 

peligro, y si hay menos de 50 individuos maduros, pasan a ser parte de las 

especies en peligro crítico. (Freile et al., 2019; UICN, 2001). Estas definiciones 

representan una probabilidad de extinción de las especies (Freile et al., 2019; 

UICN, 2001). 

     Adicionalmente, en el país, el método convencional de identificación 

automática de aves por sus vocalizaciones implica la intervención de 

investigadores con varios años de estudios de bases de datos de vocalizaciones 

(museos o Xeno-Canto). Este método de monitoreo, si bien da un alto valor 

agregado a los ornitólogos, implica varios años de estudio que podrían emplearse 

en el desarrollo de nueva investigación en bioacústica (Narasimhan et al., 2017; 

Ganchev, 2016; Batallas y Brito, 2014; Fremmolt, 2017; Areces, 2016).  Existe un 

software de bioacústica denominado RAVEN que permite la identificación de 

especies mediante comparación de espectrogramas de sonido, aun así, es necesaria 

la intervención de un experto que tenga conocimientos previos en bioacústica de 

aves, para manejar dicho programa (TheCornellLab, 2020). Por lo anteriormente 

expuesto, es necesario desarrollar nuevos métodos de identificación de especies, 

que no requieran del contacto con el espécimen, ni requieran de la intervención de 

un experto en bioacústica. 

     En otros países, se han estudiado redes neuronales de inteligencia artificial para 

la identificación de especies por sus vocalizaciones y los resultados han sido 

exitosos (Joly et al, 2018; Kumar, 2003; Martinsson, 2017; Narasimha et al., 

2017;  Salamon et al., 2017; Sprengel et al., 2016). Inclusive, en el año 2016, en 

un concurso a nivel global de identificación de aves por sus vocalizaciones, 

 
1 “Las subpoblaciones se definen como los grupos de la población que están separados 

geográficamente o por otro factor, y entre las cuales hay muy poco intercambio genético o 

demográfico (típicamente, un individuo o gameto migratorio exitoso al año, o menos)” (UICN, 

2001) 
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llamado BirdCLEF (Martinsson, 2017), el uso de un algoritmo de redes 

neuronales fue el método más efectivo de identificación de especies. Para el 

desarrollo del algoritmo en mención se tomaron cantos de diferentes especies de 

aves de América del Sur de Brasil, Guyana Francesa, Surinam, Guyana, 

Venezuela y Colombia, demostrando así, que se pueden aplicar estos métodos con 

especies de países Neotropicales. Adicionalmente, este método tiene la ventaja de 

no ser intrusivo, ya que no se necesita que haya contacto físico con las especies, 

además de no requerir de un experto para la identificación de especies, como los 

métodos de bioacústica convencionales. Por lo que, en la presente propuesta de 

investigación se analiza la eficacia de identificación de especies de aves por sus 

vocalizaciones usando redes neuronales convolucionales de inteligencia artificial 

en el Ecuador, un país neotropical.  

Objetivos 

Objetivo General 

     Evaluar la eficiencia de un modelo computacional de redes neuronales de 

inteligencia artificial en la identificación de especies de aves por sus 

vocalizaciones en el Ecuador. 

Objetivos Específicos 

- Identificar factores que influyen en la eficacia del modelo 

- Analizar si hay diferencias en identificación de especies de aves usando el 

método de redes neuronales de inteligencia artificial por grupos del orden 

passeriforme (oscines, suboscines) y no passeriformes 

- Determinar si hay diferencias en identificación de especies de aves usando 

el método de redes neuronales de inteligencia artificial por especies 

amenazadas y de preocupación menor
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CAPÍTULO II: MATERIALES Y MÉTODOS 

Estado del Arte 

     Con el fin de desarrollar la presente investigación de la mejor manera, se han 

indagado estudios similares ejecutados en otros países alrededor del mundo y se 

han analizado diferentes tipos de metodologías en el empleo de redes neuronales 

para la identificación de especies de aves. A continuación, se presenta un detalle 

de los estudios mencionados.  

     En 2014, se realizó el estudio denominado Clasificación Automática a Gran 

Escala de Sonidos de Aves es mejorada por Capas de Aprendizaje sin Supervisión 

(Stowell y Plumbley, 2014). En este estudio se utiliza spherical k-means como 

clasificador de inteligencia artificial, un método de clasificación distinto a redes 

neuronales. La eficiencia de identificación obtenida, empleando este método fue 

de 85.4% (Stowell y Plumbley, 2014).  

     En 2016, se realizó el estudio denominado “Hacia la clasificación automática 

de cantos en vuelo de aves para el Monitoreo Bioacústico”; en este estudio se 

contrasta un tipo de redes neuronales denominado Shallow learning (Salamon et 

al., 2016). La base de datos utilizada para este estudio fue de 5428 grabaciones de 

43 especies de Norteamérica (Salamon et al., 2016). 

     En 2017, en Suecia, se desarrolló el estudio denominado “Identificación de 

especies de aves usando redes neuronales convolucionales”, como parte de la 

Maestría de Ciencia - Algoritmos, Lenguajes y Lógica en la Universidad de 

Gothemburg (Martinsson, 2017). La investigación determina la efectividad del 

uso de redes neuronales en la identificación de especies, también determina si 
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herramientas como aumento de datos (data augmentation) y fusión adicional de 

meta datos aumenta la eficiencia del modelo. En esta investigación se demuestra 

que se puede utilizar redes neuronales para identificación de especies; también 

demuestra que las herramientas usadas como aumento de datos u fusión de 

metadatos aumentan la eficacia del modelo y disminuyen el error (Martinsson, 

2017). En este estudio se utilizan redes convolucionales como método de 

identificación de especies.  

     Adicionalmente, se han tomado como referencias bibliográficas los resultados 

del Desafío Anual de Reconocimiento Automático del Canto de Aves llamado 

BirdCLEF 2016; en este desafío el equipo ganador del concurso utilizó redes 

neuronales convolucionales para la identificación (Martinsson, 2017). 

Marco Teórico   

     El presente estudio se enmarca en las aplicaciones de redes neuronales en 

Bioacústica, para la identificación de especies de aves por sus cantos, por lo que a 

continuación se detallan definiciones importantes para el desarrollo de la 

investigación. 

Bioacústica  

     El estudio de los sonidos que emite la fauna dentro de un ecosistema, 

actualmente, ha tomado una posición muy importante (Ganchev, 2016). La 

Bioacústica es una herramienta que puede sumar esfuerzos para la conservación 

de ecosistemas y de biodiversidad (Tubaro, 1999; Ganchev, 2016). Con el estudio 

de los sonidos se puede determinar distintas dinámicas ecosistémicas, ya que las 

especies generan sonidos con diferentes fines como comunicación, localizar 

presas, o evadir predadores (Ganchev, 2016). Entonces, entendiendo las 

dinámicas ecosistémicas se puede implementar herramientas de conservación en 

escenarios de cambio como los que estamos atravesando por el Cambio Climático 

y pérdida de biodiversidad. Por otra parte, en bosques tropicales, caracterizados 

por un sotobosque obscuro, es más fácil escuchar especies que verlas, debido a 

que el sonido tiene una amplia propagación en la oscuridad, y la audición 

comparada con la visión es menos afectada por la vegetación y otros obstáculos 

(Ganchev, 2016). Por lo tanto, se puede obtener más registros de biodiversidad 

que técnicas visuales de monitoreo como observación directa y así determinar de 
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una manera eficaz la riqueza de un sitio o la presencia de especies amenazadas y 

fomentar la conservación de sitios sensibles. 

     Además, esta ciencia, considerada como un método pasivo de monitoreo, es 

menos invasivo, comparado con otros métodos tradicionales como las redes de 

neblina, el anillado de aves, colecta de especies, y los análisis genéticos (Ganchev, 

2016). De esta manera, se aminora las consecuencias negativas de la colecta de 

especímenes que pueden reducir poblaciones y el contacto físico con las especies; 

sucesos que pueden perjudican a la avifauna (Ferreira et al., 2019) (Ceballos y 

Báez, 2011). 

     Por estas razones, es fundamental seguir contribuyendo al desarrollo de la 

bioacústica como técnica de monitoreo en nuestro país. 

Bioacústica Computacional      

     El empleo de bioacústica en estudios de biodiversidad, actualmente, como 

otras técnicas de monitoreo, sufre presiones a las que se las debe enfrentar y 

seguir estudiando para hacer a esta técnica eficiente y que pueda remplazar a 

técnicas convencionales.  

     Actualmente, la bioacústica se basa en la experticia de profesionales que han 

memorizado bases de datos de cantos, por lo que su eficacia depende de las 

habilidades de estos profesionales y su trabajo en el campo (Ganchev, 2016). Esto 

dificulta los estudios a largo plazo y escalabilidad (Ganchev, 2016). 

Adicionalmente, otro de los principales problemas es la cantidad de información o 

grabaciones que se pueden generar en un estudio de bioacústica en campo. Esto 

denota gran cantidad de tiempo empleado únicamente en separar señales acústicas 

de fauna de las grabaciones (Ganchev, 2016). 

     Por estas razones, es necesaria la inclusión de métodos computacionales que 

automaticen estos procesos como identificación de especies e identificación de 

señales en data set de grabaciones (Callender y Carrie, 2020; Ganchev, 2016). 

Además, de que con la bioacústica computacional se pueden desarrollar estudios 

de largo plazo que favorecen a la conservación de ecosistemas (Callender y 

Carrie, 2020; Ganchev, 2016), como los ejecutados con grabadoras programadas 

en las que se colecta gran cantidad de datos por prolongados períodos de tiempo 

(Open Acoustic Devices, 2020). 
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Red Neuronal  

     Una red neuronal es un modelo computacional que se asemeja al 

funcionamiento de neuronas cerebrales (Mathworks, 2022). La red neuronal de 

inteligencia artificial está formada por neuronas artificiales que contienen 

información en una capa de entrada; esta información entra a una capa oculta 

donde se ejecutan operaciones y se transmite información a una capa de salida 

(Joly et al, 2018; Kumar, 2003; Martinsson, 2017; Narasimha et al., 2017;  

Salamon et al., 2017;Sprengel et al., 2016). En bioacústica, la información de 

entrada o neuronas artificiales serían características acústicas (Joly et al, 2018; 

Kumar, 2003; Martinsson, 2017; Narasimha et al., 2017;  Salamon et al., 

2017;Sprengel et al., 2016), las cuales se denominan como vector de 

características.  

 

Figura 1. Diagrama de las Capas de una Red Neuronal (Mathworks, 2022). Como 

se puede observar en la figura, se ingresa información de entrada que en caso de la 

presente investigación son las características del audio de las data set de 

grabaciones, pasa por capas ocultas donde se ejecutan funciones para predecir en 

una capa de salida diferentes especies de aves. 
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Figura 2. Arquitectura típica de una red neuronal (Agrawal, 2019). Cada red 

neuronal recibe información de entrada (x), genera información de salida (y). 

     Cada neurona está compuesta de funciones que toman información de los 

valores de entrada (X) para generar información de salida (Y) (Agrawal, 2019). 

Los valores de X vendrían a ser las características de cada audio de la data set, y 

la información de salida Y, en este caso, serían las especies que se pretende 

identificar (Joly et al, 2018; Kumar, 2003; Martinsson, 2017; Narasimha et al., 

2017;  Salamon et al., 2017;Sprengel et al., 2016). 

Función de Activación 

     El nombre de esta función es análogo a la función de una neurona real 

(Villenas, 2020). La función de activación es la operación que modifica a los 

datos de entrada en las neuronas de la red neuronal y genera información de salida 

(Villenas, 2020; AI, 2019). Las funciones que se desarrollan de cada neurona 

dependen de dos factores importantes los cuales son el peso (W) y bias (b) 

(Villenas, 2020). Los pesos son coeficientes que determinan la intensidad de la 

información de entrada (X); estos pesos pueden modificarse conforme avance el 

entrenamiento del modelo (UTPL, 2007; Camastra y Vinciarelli, 2013). Las bias, 

son valores que generan un sesgo en la neurona que depende de la eficiencia del 

aprendizaje del modelo (Github.io, 2012). A continuación, se presenta una imagen 

de las funciones que se generan en una neurona de una red neuronal. 
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Figura 3. Neurona de una Red de Inteligencia Artificial (Agrawal, 2019). En una 

neurona de una red neuronal, se ejecutan funciones, con el fin de generar 

predicciones de las diferentes especies con base a la información de entrada. Las 

funciones generadas dependen de dos factores importantes: el peso (W) y bias (b) 

(Villenas, 2020). Los pesos son coeficientes que determinan la intensidad de la 

información de entrada (X), mientras que las bias, generan un sesgo en la neurona 

que depende de la eficiencia del aprendizaje del modelo (Github.io, 2012). 

Training, Testing y Validación 

     Por otra parte, en las redes neuronales, la base de datos que ingresa como 

información de entrada se la clasifica en tres secciones una de training o 

entrenamiento, una sección de testing o prueba y una de validación o validation.  

(Mathworks, 2022; Shah, 2017; Villenas, 2020). A continuación, se presenta un 

diagrama de flujo en donde se puede observar que los pasos para la identificación 

de especies son, en primer lugar, el entrenamiento del modelo, mediante el ingreso 

de vectores de características de la base de datos. El modelo se lo entrena con la 

sección de la base de datos segregada como training. En segundo lugar, se ingresa 

la sección de testing y validation de la base de datos, y se clasifican para 

determinar la eficacia del modelo (Shah, 2017). Para determinar esta eficacia se 

determinan mediante métricas, las cuales se explicarán más adelante.  
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Figura 4. Diagrama de flujo que explica la partición del training y el testing de la 

data set de una red neuronal. La base de datos es dividida en dos grupos. El primer 

grupo (de mayor tamaño) es utilizado en el modelo como training, es decir que 

esta parte sirve para el aprendizaje del modelo. El segundo grupo es el testing, el 

cual es utilizado para determinar la eficiencia del modelo, es decir para determinar 

si las especies predichas por el modelo han sido correctamente clasificadas. 

     La sección de datos que se destinan para el training sirve para, como su 

nombre lo dice, entrenar el modelo. La sección de datos que se destinan como 

testing tienen la función de mostrar la eficacia del modelo, es decir si se predijo de 

una manera correcta las especies por sus cantos y, la sección destinada como 

validación, se la genera para medir el mejor entrenamiento del modelo y detenerlo 

(Mathworks, 2022; Shah, 2017; Villenas, 2020). 

Aprendizaje Supervisado y No Supervisado  

     Las redes neuronales de inteligencia artificial pueden ser supervisadas o no 

supervisadas, Las redes de aprendizaje supervisado, generan salidas deseadas, y se 

usan principalmente en el modelamiento de predicciones (Mathworks, 2022). El 

aprendizaje no supervisado, permite que la red se autoajuste a las nuevas entradas. 

Se las utiliza para descubrir categorías y sus relaciones con datos.  
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Reconocimiento de Patrones 

     Uno de los componentes de las aplicaciones de redes neuronales, es el 

reconocimiento de patrones, usado en reconocimiento de sonido. Este componente 

clasifica datos de entrada con base a las características en este caso, de audios, 

mediante aprendizaje supervisado o no supervisado (Mathworks, 2022).  

Red Neuronal Shallow  

     Las redes neuronales, pueden estar compuestas por una enmarañada red de 

capas y funciones. Sin embargo, existe un tipo de red, denominada Red Neural 

Shallow, que ha sido empleada en identificación de especies de aves por sus 

cantos y ha tenido resultados favorables (Agrawal, 2019). En este tipo de red 

neuronal, se emplean únicamente dos capas (Agrawal, 2019; Mathworks, 2021), 

como se puede observar en la siguiente imagen. 

 

 

Figura 5.  Diagrama de flujo de una Red Neuronal Shallow. (Mathworks, 2021). 

El tipo de red neuronal Shallow, emplea únicamente dos capas en el modelo la 

capa oculta y la capa de salida, para el desarrollo del modelo, a diferencia de otros 

tipos de redes neuronales, que pueden generar modelos con varias capas con 

diferentes funciones. 
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Metodología 

Data Set  

     Actualmente, en el Ecuador contamos con dos bases de datos de acceso libre 

de cantos de aves. En primer lugar, contamos con una colección del año 2013, 

desarrollada por John V. Moore, Niels Krabbe, y Olaf Jahn, que cuenta con 

grabaciones a lo largo de 20 años (Moore, et al., 2013).  Se cuenta con 9670 

grabaciones de 1501 especies en formato MP3 (Moore, et al., 2013). Estas 

grabaciones fueron hechas por 156 autores diferentes (Moore, et al., 2013).   

La codificación de esta base de datos se ha mantenido en el presente estudio 

debido a la utilidad de su composición. El código se lo dispuso de la siguiente 

manera: 

01.001.001. Nombre de la especie en inglés. 

     Las primeras dos cifras corresponden a una familia determinada, las siguientes 

tres cifras corresponden a una especie diferente, y las últimas cifras corresponden 

a grabaciones de la misma especie (Moore, et al., 2013).   

     La segunda base de datos utilizada es la plataforma web Xenocanto (Xeno-

canto Foundation, 2020). En esta plataforma se encuentran disponibles cantos de 

aves alrededor de todo el planeta, y se puede obtener un amplio data set de 

réplicas de cantos. Como parte de la metodología del presente estudio se han 

colectado grabaciones de Xenocanto y se las ha codificado con las cifras de la 

Base de Datos de Aves del Ecuador del 2013.  

 A continuación, se presenta una tabla con el detalle de las grabaciones utilizadas 

y el número de especies para cada análisis. 

Tabla 1. Detalle de la data set utilizada en los diferentes análisis desarrollados 

Capítulo Subcap. Subcap. Número de 

grabaciones 

Número 

de 

especies 

Factores que intervienen 

en la Eficiencia del 

Modelo 

Tamaño 

de la 

muestra 

Caso 1 625 89 

Caso 2 1330 15 

Caso 3 475 5 
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Capítulo Subcap. Subcap. Número de 

grabaciones 

Número 

de 

especies 

Parámetros 

Acústicos  

464 5 

Diferencia de Eficacia del 

Modelo entre Grupos de 

Avifauna 

Oscines 464 5 

Suboscines 445 5 

No Passerinos 475 5 

Diferencia de Eficacia del 

Modelo entre especies 

amenazadas y de 

preocupación menor 

Especies amenazadas 50 5 

Especies de 

preocupación menor 

50 5 

La tabla muestra los diferentes casos y escenarios establecidos para evaluar los 

objetivos de la investigación, así como también la cantidad de grabaciones 

utilizadas para cada caso y el número de especies analizadas.  

Lenguajes de programación  

R y RStudio 

     R es un software libre que se lo utiliza para generar programación, estadística y 

gráficos. Se lo utiliza en plataformas como Windows y MacOS. La versión 

utilizada fue la 4.2.0. (R-Project.org, 2022). Como parte de la metodología de este 

estudio, se han utilizado las siguientes librerías: 

- librería (warbleR) 

- librería (writexl) 

- librería (readxl) 

     La librería warbleR es un paquete desarrollado para analizar la estructura 

acústica de diferentes especies de fauna (Ayara-Salas y Smith-Vidaurre, 2016). 

Esta librería tiene varias funciones, sin embargo, las usadas en este estudio fueron: 

mp3wav, auto_detect, sig2noise, tp.snr y specan (Ayara-Salas y Smith-Vidaurre, 
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2016). Con estas herramientas se obtuvo las características de las grabaciones que 

son utilizadas como información de entrada en la red neuronal. La descripción de 

las herramientas se detalla en el subcapítulo Información de Entrada 

Matlab 

     Es un software de la corporación privada MathWorks que se utiliza para la 

programación, cálculo, gráficos, entre otras funciones (Mathworks, 2022). En el 

presente estudio se lo utiliza para desarrollar redes neuronales, considerando su 

velocidad y sus herramientas sencillas y amigables con el usuario. La aplicación 

utilizada en Matlab para el desarrollo de redes neuronales se llama nrptool 

llamada así por sus siglas en ingles Neural Net Pattern Recognition Tool 

(Mathworks, 2022). La herramienta se la describe de una manera detallada en el 

subcapítulo Red Neuronal Shallow. 

Aplicación de Redes Neuronales  

     Para el desarrollo de esta investigación se ha usado Redes Neuronales de 

Reconocimiento de Patrones, que es una red del tipo Shallow (Mathworks, 2021). 

Para esto se generó una capa de entrada, una capa de procesamiento y una capa de 

salida. 

Información de Entrada  

     En primer lugar, se desarrolló un código computacional para determinar la 

capa de entrada para lo cual se obtiene un vector de características de cada audio 

de la base de datos.  Para la obtención del vector de características, el cual sirve 

como entrada de la red neuronal se ha empleado un paquete del programa R 

llamado warbleR (Ayara-Salas y Smith-Vidaurre, 2016). Este paquete fue 

publicado en el año 2017, y contiene herramientas que permiten determinar 

diferentes parámetros acústicos de un audio (Ayara-Salas y Smith-Vidaurre, 

2016).  

     En segundo lugar, con la herramienta mp32wav se transformó los archivos 

mp3 de la base de datos, en archivos wav, formato establecido para la aplicación 

del resto de herramientas de la librería warbleR, además de ser un formato de 

audio de mejor calidad (Ayara-Salas y Smith-Vidaurre, 2016).  
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     Posteriormente, con la herramienta denominada auto_detec del paquete 

Warbler se detectó y digitalizó la señal de audio de los archivos, con el fin de 

cuantificar y manipular ondas sonoras (Ayara-Salas y Smith-Vidaurre, 2016).  

     Consecutivamente, se aplicó las herramientas sig2noise y tp.snr que permiten 

reducir el ruido de fondo de las señales acústicas. Estas herramientas eliminan las 

señales correspondientes a ruido de fondo, de la matriz de las señales acústicas 

generadas con auto_detec, mediante una segregación de bajas frecuencias (Ayara-

Salas y Smith-Vidaurre, 2016). 

     Por último, se utilizó la herramienta denominada specan de la librería Warbler, 

la cual determina parámetros acústicos de los diferentes archivos de audio de la 

base de datos que fueron digitalizados y segregados el ruido (Ayara-Salas y Smith-

Vidaurre, 2016). A continuación, se presenta una tabla donde se pueden observar 

los diferentes parámetros acústicos que determina la herramienta specan. 

Tabla 2. Parámetros acústicos detectados con la herramienta specan de warbleR 

Código de la 

herramienta  

Parámetro acústico determinado  

duration Duración de la señal  

meanfreq Frecuencia media (kHz) 

sd Desviación estándar de la frecuencia 

median Media (kHz) 

Q25 Primer cuartil (kHz) 

Q75 Tercer cuartil (kHz) 

IQR Rango intercuartil (kHz) 

skew Oblicuidad 

Kurt curtosis 

Sp.ent Entropía espectral 

sfm Planitud espectral 

mode modo 

centroid centroide de frecuencia  
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Código de la 

herramienta  

Parámetro acústico determinado  

peakf Pico de frecuencia (frecuencia con mayor energía) 

meanfun: promedio de la frecuencia fundamental medida a través de la 

señal acústica 

minfun: frecuencia fundamental mínima medida a través de la señal 

acústica 

maxfun: frecuencia fundamental máxima medida a través de la señal 

acústica 

meandom: promedio de la frecuencia dominante medida a través de la 

señal acústica 

mindom: mínimo de frecuencia dominante medido a través de la señal 

acústica 

maxdom: frecuencia dominante máxima medida a través de la señal 

acústica 

dfrange: rango de frecuencia dominante medido a través de la señal 

acústica 

modindx: índice de modulación. Calculado como la diferencia absoluta 

acumulada entre mediciones adyacentes de frecuencias 

fundamentales dividida por el rango de frecuencia 

La tabla muestra los diferentes parámetros acústicos que se pueden obtener en 

RStudio utilizando la herramienta specan del paquete WarbleR 

(Rdocumentation.org., 2016) 

Red Neuronal Shallow  

     Para el desarrollo del presente estudio se ha utilizado una herramienta en 

Matlab denominada Neural Net Pattern Recognition, Esta herramienta permite 

crear y modelar redes neuronales en dos secciones. La herramienta divide la base 

de datos automáticamente en las secciones de training, test y validación. Con el 

training se entrega el modelo y con el set de test y validación se verifica la 

eficacia del modelo (Mathworks, 2022), como se puede observar a continuación: 
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Figura 6. Herramienta nprtool, ventana 1, introducción de la herramienta. 

Diagrama generado al desarrollar el modelo (Mathworks, 2022). Se puede 

observar que los datos ingresan como una capa de entrada, pasarán por una capa 

oculta, donde se desarrollarán funciones, con el fin de predecir especies en una 

capa de salida.  

     A la herramienta se le indicó cuales son los datos de entrada que serían las 

características del audio (input), que se consiguieron en la fase de obtención de la 

información de entrada, así como también cuales serían el target o la salida que en 

este caso son las diferentes especies. Previo a este ingreso, fue importante 

normalizar los datos del vector de características en cada resultado.  

 

Figura 7. Herramienta nprtool, ventana 2, selección de la entrada que serían las 

características de los audios normalizadas y los targets que son los nombres de las 

especies a identificar. (Mathworks, 2022). Con estos datos se definen que datos 



19 
 

van a formar parte de la información de entrada y que datos serán los predichos 

(diferentes especies de aves). 

     Como parte del proceso de entrenamiento de la red se dividió la información 

de entrada en training, testing y validación. Se seleccionó 70% como training, 

15% como testing y 15% como validation (Martinsson, 2017; Salamon et al., 

2016; Stowell y Plumbley, 2014). 

 

Figura 8. Herramienta nprtool, ventana 3, selección de la partición del training, 

validación y testing. (Mathworks, 2022). En esta sección se determina que 

porcentaje de la base de datos será destinada para el desarrollo del modelo (70% 

de la base de datos), que porcentaje se destinará para el testing (15% de la base de 

datos), y que porcentaje del training se destinará como validación (15% del 

training). 

     Adicionalmente, se definió un número de neuronas ocultas de diez.  

 

Figura 9. Herramienta nprtool, ventana 4, selección de las neuronas ocultas y 

diagrama de la arquitectura diseñada de la red neuronal (Mathworks, 2022). La 
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capa intermedia de la red neuronal se ha formado con diez neuronas ocultas, por 

donde cada dato de entrada ingresa y se generan funciones para predecir la capa 

de salida que en este caso serían las diferentes especies. 

     Por último, se seleccionó la opción de train y se verifica el % de error. 

 

Figura 10. Herramienta nprtool, ventana 5, detalle de los errores y la entropía 

cruzada (Mathworks, 2022). En esta ventana se puede observar el porcentaje de 

especies que han sido clasificados de manera incorrecta. 

     Se han ejecutado ciertas variaciones en el modelo de acuerdo a los objetivos 

planteados en la presente investigación. Los mismos se describen a continuación. 

Aplicación de Redes Neuronales en el Ecuador 

 

     Con el fin de determinar si este tipo de estudios de bioacústica se lo puede 

desarrollar en el Ecuador, un país neotropical megadiverso, se ha analizado la 

eficiencia de diferentes modelos de redes neuronales con grabaciones de distintas 

especies de nuestro data set. Además, se han planteado diferentes escenarios para 

seleccionar los parámetros acústicos más relevantes y también se ha evaluado si se 

podría aplicar este tipo de modelos computacionales para especies amenazadas.  

Métricas para la Evaluación del Modelo y los resultados.  

     Cuando se desarrollan modelos de redes neuronales y se divide la información 

de la capa de entrada en training y testing, se generan los siguientes resultados: 
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Figura 11. Métricas para la evaluación de la eficiencia del modelo de inteligencia 

artificial (RPubs, 2017).  Los verdaderos positivos y los falsos negativos 

determinan cuando el modelo acertó en la predicción y los falsos positivos y 

verdaderos negativos determinan cuando el modelo erró en las predicciones. 

     La métrica utilizada para determinar la eficacia, se la determina con la siguiente 

fórmula: 

Eficiencia =
𝑉𝑝 + 𝑉𝑛

𝑇𝑜𝑡𝑎𝑙 𝑑𝑒 𝑂𝑏𝑠𝑒𝑟𝑣𝑎𝑐𝑖𝑜𝑛𝑒𝑠
 

  

     Como resultado del entrenamiento del modelo en Matlab, se genera una matriz 

de confusión, la cual muestra dos grupos de datos, los que fueron clasificados 

correctamente y los que fueron clasificados de una manera errónea (RPubs, 2017).  
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Figura 12. Ejemplo de una matriz de confusión (Mathworks, 2022). Los valores 

con color verde determinan el porcentaje en el que el modelo predijo especies de 

una manera correcta y con color rojo el porcentaje en el que el modelo predijo 

especies de manera incorrecta. 

     Con color verde se puede observar las especies que fueron clasificadas 

correctamente y las especies en rojo son las especies que fueron clasificadas de 

manera errónea. En los límites de la matriz se encuentran los resultados generales 

por especie y el resultado global de la eficacia se la presenta en el extremo inferior 

derecho. Con color rojo se señala el error y con el color verde se expone la 

eficiencia (Mathworks, 2022).  

     En este caso, para evaluar la aplicabilidad del modelo en el país se han 

comparado eficiencias determinadas en la matriz de confusión, frente a diferentes 

condiciones como tamaño de la data set, parámetros acústicos y presencia de 

especies en peligro crítico de extinción.  
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Factores que intervienen en la Eficiencia del Modelo 

     En esta sección de la investigación se han analizado los factores que 

intervienen en la eficiencia del Modelo Computacional. Se ha dividido el análisis 

en dos partes. En primer lugar, se ha determinado la importancia de la cantidad de 

réplicas por especie en la base de datos y el número de especies escogidas por 

modelo. En segundo lugar, se determina qué parámetros acústicos se deben 

seleccionar para desarrollar el vector de características, utilizado como entrada de 

la red neuronal. A continuación, se describe la metodología empleada para esta 

sección del estudio.  

Tamaño de la Base de Datos 

     Se evaluó si el tamaño de la base de datos y cantidad de replicas por especie 

interviene en la eficiencia del modelo. Para esto se evalúan tres casos. 

Caso 1 

     En este caso se seleccionaron 89 especies de aves al azar, las cuales se 

describen a continuación: 

Tabla 3. Especies seleccionadas para el Caso 1 

No. Especie 

 Nombre en inglés Nombre en español 

1 Amazonian Barred Woodcreeper Trepatroncos Barreteado de la 

Amazonia 

2 Amazonian Streaked Antwren Hormiguerito Rayado Amazónico 

3 Andean Tit spinetail Tijeral Andino 

4 Ash colored Tapaculo Tapaculo Cenizo 

5 Ash throated Gnateater Conopophaga peruviana 

6 Barred Antshrike Batará Barreteado 

7 Bicolored Antbird Hormiguero Bicolor 

8 Black and white Antbird Hormiguero Negriblanco 

9 Black-banded Woodcreeper Trepatroncos Ventribandeado 

10 Black-faced Antbird Hormiguero Carinegro 

11 Black spotted Bare-eye Carirrosa Negripunteado 

12 Black-striped Woodcreeper Trepatroncos Pinto 
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No. Especie 

 Nombre en inglés Nombre en español 

13 Black Antbird Hormiguero Negro 

14 Blackish Tapaculo Tapaculo Negruzco 

15 Brown-billed Scythebill Picoguadaña Piquipardo 

16 Buff-throated Woodcreeper Trepatroncos Golianteado 

17 Buff_throated Woodcreeper Trepatroncos Golianteado 

18 Castelnau's Antshrike Batará de Castelnau 

19 Chapman's Antshrike Batará de Chapman 

20 Chestnut-backed Antbird Hormiguero Dorsicastaño 

21 Chestnut-belted Gnateater Jejenero Fajicastaño 

22 Chestnut-crowned Gnateater Jejenero Coronicastaño 

23 Chestnut-winged Foliage-gleaner Limpiafronda Alicastaña 

24 Cinnamon-throated Woodcreeper Trepatroncos Golicanelo 

25 Cocha Antshrike Batará de Cocha 

26 Collared Antshrike Batará Collarejo 

27 Common Thornbird Espinero Común 

28 Dark-breasted Spinetail Colaespina Pechioscura 

29 Dot-backed Antbird Hormiguerito Lomipunteado 

30 Dot-winged Antwren Hormiguerito Alipunteado 

31 Dugand's Antwren Hormiguerito de Dugand 

32 Eastern Woodhaunter Rondamusgos del Oriente 

33 Elegant Woodcreeper Trepatroncos Elegante 

34 Equatorial Graytail Colagris Equatorial 

35 Fasciated Antshrike Batará Lineado 

36 Fulvous Antshrike Batará Fulvo 

37 Giant Antpitta Grallaria gigantea 

38 Great Antshrike Taraba major 

39 Greater Scythebill Picoguadaña Grande 

40 Immaculate Antbird Hormiguero Inmaculado 

41 Line-cheeked Spinetail Colaespina Cachetilineado 

42 Lineated Foliage-gleaner Limpiafronda Lineado 
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No. Especie 

 Nombre en inglés Nombre en español 

43 Lineated Woodcreeper Trepatroncos Lineado 

44 Lined Antshrike Batará Listado 

45 Long-billed Woodcreeper Trepatroncos Piquilargo 

46 Long-tailed Tapaculo Tapaculo Equatorial 

47 Long-tailed Woodcreeper Trepatroncos Colilargo 

48 Lunulated Antbird Hormiguero Lunado 

49 Montane Woodcreeper Trepatroncos Montano 

50 Mouse-colored Antshrike Batará Murino 

51 Northern_Barred Woodcreeper Trepatroncos Barreteado de América 

Central 

52 Northern_Slaty Antshrike Batará Pizarrosa Norteña 

53 Ocellated Woodcreeper Trepatroncos Ocelado 

54 Olivaceous Woodcreeper Trepatroncos Oliváceo 

55 Olive-backed Woodcreeper Trepatroncos Dorsioliváceo 

56 Orange-fronted Plushcrown Coronifelpa Frentidorada 

57 Pacific Hornero Hornero del Pacífico 

58 Pearled Treerunner Margarornis squamiger 

59 Pearly Antshrike Batará Perlado 

60 Peruvian Warbling-Antbird Hormiguero Gorjeador Peruano 

61 Plain-brown Woodcreeper Trepatroncos Pardo 

62 Plain-winged Antshrike Batará Alillano 

63 Plain Antvireo Batarito Cabecigris 

64 Red-faced Spinetail Colaespina Carirroja 

65 Rufous-breasted Antthrush Formicario Pechirrufo 

66 Rufous-winged Antwren Hormiguerito Alirrufo 

67 Rufous Spinetail Colaespina Rufa 

68 Russet Antshrike Batará Rojizo 

69 Rusty-belted Tapaculo Tapaculo Fajirrojizo 

70 Slaty Spinetail Colaespina Pizarrosa 

71 Spot-backed Antbird Hormiguero Dorsipunteado 
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No. Especie 

 Nombre en inglés Nombre en español 

72 Spot-winged Antshrike Batará Alimoteado 

73 Spotted Antbird Hormiguero Moteado 

74 Spotted Barbtail Hormiguero Moteado 

75 Straight-billed Woodcreeper Trepatroncos Piquirrecto 

76 Streak-headed Woodcreeper Trepatroncos Cabecirrayado 

77 Streaked Tuftedcheek Barbablanca Rayada 

78 Streaked Xenops Xenops Rayado 

79 Striped Woodcreeper Trepatroncos Listado 

80 Strong-billed Woodcreeper Trepatroncos Piquifuerte 

81 Tawny-throated Leaftosser Tirahojas Golianteado 

82 Tyrannine Woodcreeper Trepatroncos Tiranino 

83 Uniform Antshrike Batará Unicolor 

84 Wedge-billed Woodcreeper Trepatroncos Piquicuña 

85 White-backed Fire-eye Ojo-de-Fuego Dorsiblanco 

86 White-browed Antbird Hormiguero Cejiblanco 

87 White-plumed Antbird Hormiguero Cuerniblanco 

88 White-shouldered Antshrike Batará Hombriblanco 

89 Yellow-browed Antbird Hormiguero Cejiamarillo 

Las especies fueron seleccionadas al azar. 

     Se colectaron tres grabaciones de cantos de aves por especie de la Base de 

Datos de Aves del Ecuador del 2013. Posteriormente, se obtuvo el vector de 

características con el uso de la herramienta specan (Ayara-Salas y Smith-

Vidaurre, 2016). Los parámetros acústicos seleccionados fueron la frecuencia 

media (freq. median), el primer cuartil de la frecuencia (freq.Q25), el segundo 

cuartil de la frecuencia (freq.Q75), el rango intercuartil (freq.IQR), la entropía 

espectral (sp.ent), y el promedio de la frecuencia dominante (meandom). 
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Figura 13. Diagrama de la red neuronal generada para el caso No. 1. (Mathworks, 

2022). Se puede observar que se ingresa seis características acústicas diferentes de 

las 89 especies, las cuales pasan a través de una capa oculta con diez neuronas y la 

salida se refleja la predicción de 89 especies diferentes con base en sus 

características acústicas.  

     Como se observa en el gráfico, se tomaron seis parámetros como entrada, que 

pasaron por una red neuronal de diez neuronas ocultas y se predicen 89 especies 

diferentes.  

Caso 2 

     En este caso se seleccionaron 15 especies de aves, las cuales se describen a 

continuación: 

Tabla 4. Especies seleccionadas para el Caso 2 

No. 
Especies 

Nombre en inglés Nombre en español 

1 Black-capped Donacobius Donacobio 

2 Blue-black Grassquit Semillerito 

Negriazulado 

3 Blue-black Grosbeak Picogrueso 

Negriazulado 

4 Blue Dacnis Dacnis Azul 

5 Buff-throated Saltator Saltador Golianteado 

6 Citrine Warbler Reinita Citrina 

7 Epaulet Oriole Bolsero Boyerito 

8 Gray-breasted Martin Martín Pechigris 

9 Great-tailed Grackle Clarinero Coligrande 

10 Hooded Siskin Jilguero Encapuchado 
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No. 
Especies 

Nombre en inglés Nombre en español 

11 Lemon-chested Greenlet Verdillo Pechilimón 

12 Scarlet-bellied_Mountain Tanager Tangara Montana 

Ventriescarlata 

13 Slate-throated Whitestart Candelita Goliplomiza 

14 Tropical Parula Parula Tropical 

15  Variable Seedeater  Espiguero Variable 

Las especies fueron seleccionadas al azar. 

     Se colectaron entre 50 a 100 grabaciones de cantos de aves por especie de la 

Base de Datos de Aves del Ecuador del 2013 y de la plataforma web Xenocanto. 

Posteriormente se procedió a obtener el vector de características con el uso de la 

herramienta specan (Ayara-Salas y Smith-Vidaurre, 2016). Los parámetros 

acústicos seleccionados fueron: la frecuencia media (freq.median), la desviación 

estándar de la frecuencia (sd), el primer cuartil de la frecuencia (freq.Q25), el 

segundo cuartil de la frecuencia (freq.Q75), el rango intercuartil (freq.IQR), la 

entropía espectral (sp.ent), la entropía, y el promedio de la frecuencia dominante 

(meandom). 

 

 

Figura 14. Diagrama de la red neuronal generada para el caso No. 2. (Mathworks, 

2022). Se puede observar que se ingresa nueve características acústicas diferentes 

de las 15 especies, las cuales pasan a través de una capa oculta con diez neuronas 

y la salida se refleja en la predicción 15 especies diferentes con base en sus 

características acústicas. 
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Caso 3 

     En este caso se seleccionaron cinco especies de aves, las cuales se describen a 

continuación: 

Tabla 5. Especies seleccionadas para el Caso 3 

No. 
Especie 

Nombre en inglés Nombre en español 

1 Andean Emerald Esmeralda Andina 

2 Crimson-mantled Woodpecker Carpintero Dorsicarmesí 

3 Great Jacamar Jacamar Grande 

4 Sparkling Violetear Orejivioleta Ventriazul 

5 Toucan Barbet Barbudo Tucán 

Las especies fueron seleccionadas al azar. 

 

     Se colectaron entre 75 a 100 grabaciones de cantos de aves por especie de la 

Base de Datos de Aves del Ecuador del 2013 y de la plataforma web Xenocanto 

(Xeno-canto Foundation, 2020).  

     Posteriormente, se procedió a obtener el vector de características con el uso de 

la herramienta specan (Ver capítulo de Información de entrada descrita en la 

metodología) (Ayara-Salas y Smith-Vidaurre, 2016). Los parámetros acústicos 

seleccionados fueron: la frecuencia media (freq.median), la desviación estándar de 

la frecuencia (sd), el primer cuartil de la frecuencia (freq.Q25), el segundo cuartil 

de la frecuencia (freq.Q75), el rango intercuartil (freq.IQR), la entropía espectral 

(sp.ent), la entropía, y el promedio de la frecuencia dominante (meandom). 
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Figura 15. Diagrama de la red neuronal generada para el caso No. 3. (Mathworks, 

2022). Se puede observar que se ingresa nueve características acústicas diferentes 

de las cinco especies, las cuales pasan a través de una capa oculta con diez 

neuronas y la salida se refleja en la predicción diez especies diferentes con base en 

sus características acústicas. 

Comparación de resultados entre los tres casos 

     En el capítulo de resultados se evalúa las eficiencias obtenidas en los tres casos 

mediante matrices de confusión.  

Parámetros Acústicos Usados en el Vector de Características 

     Como parte de la determinación de los factores que intervienen en la eficacia 

del modelo, se han desarrollado cinco escenarios utilizando diferentes parámetros 

acústicos usados como red neuronal en el input, con el fin de verificar cuales son 

los más relevantes para la identificación de especies por sus cantos, para realizar 

estos escenarios se aplicó la herramienta lapply en R. 

     Las especies con las que se evaluó esta sección del estudio en los cinco 

escenarios fueron: 

Tabla 6. Especies seleccionadas para verificar si la eficacia del modelo depende 

de parámetros acústicos 

No. 
Especie  

Nombre en inglés Nombre en español 

1 Black-capped Donacobius Donacobio 

2 Citrine Warbler Reinita Citrina 
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No. 
Especie  

Nombre en inglés Nombre en español 

3 Gray-breasted Martin Martín Pechigris 

4 Lemon-chested Greenlet Verdillo Pechilimón 

5 Tropical Parula Parula Tropical 

 

     A continuación, se detallan los diferentes parámetros acústicos seleccionados 

en cinco escenarios diferentes: 
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Tabla 7. Parámetros seleccionados para determinar variaciones en la eficiencia del modelo. 

Escenario No. 1 Escenario No. 2 Escenario No. 3 Escenario No. 4 Escenario No. 5 

25 parámetros:  

la mediana de la 

frecuencia media, la 

desviación estándar de la 

frecuencia, la mediana de 

la frecuencia, el primer 

cuartil de la frecuencia, 

el segundo cuartil de la 

frecuencia, el rango 

intercuartil, oblicuidad 

(skew),  curtosis, la 

entropía espectral, 

tiempo/entropía ,   la 

entropía, la planitud 

espectral, el promedio de 

la frecuencia dominante , 

Nueve parámetros:  

la mediana de la 

frecuencia (freq.median), 

la desviación estándar de 

la frecuencia (sd), el 

primer cuartil de la 

frecuencia (freq.Q25), el 

segundo cuartil de la 

frecuencia (freq.Q75), el 

rango intercuartil 

(freq.IQR), la entropía 

espectral (sp.ent), la 

entropía, y el promedio 

de la frecuencia 

dominante (meandom) 

Ocho parámetros:  

El promedio de la 

frecuencia (meanfreaq), 

mediana de la frecuencia 

(freq.median), la 

desviación estándar de la 

frecuencia (sd), la 

mediana de la frecuencia, 

el primer cuartil de la 

frecuencia (freq.Q25), el 

segundo cuartil de la 

frecuencia (freq.Q75), el 

rango intercuartil 

(freq.IQR), la entropía, el 

rango de frecuencia 

dominante (dfrange), y 

Seis parámetros:  

la entropía espectral 

(sp.ent), la entropía, el 

promedio de la 

frecuencia dominante 

(meandom), el mínimo 

de frecuencia dominante 

(mindom), la frecuencia 

dominante máxima 

(maxdom), y el rango de 

frecuencia dominante 

(dfrange) (Ayara-Salas y 

Smith-Vidaurre, 2016).

  

Nueve parámetros:  

la frecuencia media 

(meanfreq), la desviación 

estándar de la frecuencia 

(sd), la mediana de la 

frecuencia (freq.median), 

la entropía espectral 

(sp.ent), la entropía, el 

promedio de la 

frecuencia dominante 

(meandom), el mínimo 

de frecuencia dominante 

(mindom), la frecuencia 

dominante máxima 

(maxdom), y el rango de 
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Escenario No. 1 Escenario No. 2 Escenario No. 3 Escenario No. 4 Escenario No. 5 

el mínimo de frecuencia 

dominante, la frecuencia 

dominante máxima , el 

rango de frecuencia 

dominante, el índice de 

modulación, el 

tiempo/inicio de 

frecuencia dominante , el 

fin de la frecuencia 

dominante dfs pendiente 

picos de la señal de 

audio. 

los picos de la señal de 

audio (meanpeakf) 

frecuencia dominante 

(dfrange) 

Escenarios con diferentes parámetros acústicos seleccionados para verificar los parámetros que influyen en el modelo computacional
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Escenario 1 

 

Figura 16. Diagrama de la red neuronal generada para el escenario No. 1. 

(Mathworks, 2022). Se puede observar que se ingresa 25 características acústicas 

diferentes de cinco especies, las cuales pasan a través de una capa oculta con diez 

neuronas y la salida se refleja en la predicción cinco especies diferentes con base 

en sus características acústicas. 

Escenario 2 

 

 

Figura 17. Diagrama de la red neuronal generada para el escenario No. 2. 

(Mathworks, 2022). Se puede observar que se ingresa nueve características 

acústicas diferentes de cinco especies, las cuales pasan a través de una capa oculta 

con diez neuronas y la salida se refleja en la predicción cinco especies diferentes 

con base en sus características acústicas. 
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Escenario 3 

 

 

Figura 18. Diagrama de la red neuronal generada para el escenario No. 3. 

(Mathworks, 2022). Se puede observar que se ingresa ocho características 

acústicas diferentes de cinco especies, las cuales pasan a través de una capa oculta 

con diez neuronas y la salida se refleja en la predicción de cinco especies 

diferentes con base en sus características acústicas. 

Escenario 4 

 

 

Figura 19. Diagrama de la red neuronal generada para el escenario No. 4. 

(Mathworks, 2022). Se puede observar que se ingresa seis características acústicas 

diferentes de cinco especies, las cuales pasan a través de una capa oculta con diez 

neuronas y la salida se refleja en la predicción cinco especies diferentes con base 

en sus características acústicas. 
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Escenario 5 

 

Figura 20. Diagrama de la red neuronal generada para el escenario No. 5. 

(Mathworks, 2022). Se puede observar que se ingresa nueve características 

acústicas diferentes de cinco especies, las cuales pasan a través de una capa oculta 

con diez neuronas y la salida se refleja en la predicción cinco especies diferentes 

con base en sus características acústicas. 

Comparación de resultados entre los cinco casos 

     En el capítulo de resultados se evalúa las eficiencias obtenidas en los cinco 

escenarios mediante matrices de confusión.  

Diferencia de Eficacia del Modelo entre Grupos de Avifauna 

     Para esta sección se han escogido los tres grupos de aves clasificados según sus 

cantos, el grupo de aves Oscines, Suboscines y No Passerinos, debido a la 

diferente complejidad de sus cantos. Los Oscines constituyen el grupo con los 

cantos más extensos, variables y complejos paseriforme (Araces, 2016; Kumar, 

2003).  

Las especies de aves seleccionadas son las siguientes: 
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Tabla 8. Especies seleccionadas para determinar la eficiencia del modelo por grupo de avifauna. 

No. 

No Passerinos  

(Nombre en inglés /Nombre en 

español) 

Oscines 

(Nombre en inglés /Nombre en español) 

Suboscines 

(Nombre en inglés /Nombre en español) 

1 Andean Emerald/ Esmeralda 

Andina 

Black capped Donacobius/ Donacobio Bicolored_Antbird/ Hormiguero Bicolor 

2 Crimson mantled Woodpecker/ 

Carpintero Dorsicarmesí 

Citrine Warbler/ Reinita Citrina Black-spotted_Bare-eye/ Carirrosa 

Negripunteado 

3 Great Jacamar/ Jacamar Grande Gray-breasted_Martin/ Martín Pechigris Common_Thornbird / Espinero Común 

4 Sparkling_Violetear/ Orejivioleta 

Ventriazul 

Lemon chested Greenlet/ Verdillo 

Pechilimón 

Rufous-breasted_Antthrush/ Formicario 

Pechirrufo 

5 Toucan_Barbet / Barbudo Tucán Tropical_Parula/ Parula Tropical White-backed_Fire-eye/ Ojo-de-Fuego 

Dorsiblanco 
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     Se han escogido cinco especies considerando los resultados de las eficiencias 

del subcapítulo Tamaño de la Base de Datos. 

     Para los tres grupos de aves se utilizaron los mismos parámetros acústicos los 

cuales son: la mediana de la frecuencia (freq.median), la desviación estándar de la 

frecuencia (sd), el primer cuartil de la frecuencia (freq.Q25), el segundo cuartil de 

la frecuencia (freq.Q75), el rango intercuartil (freq.IQR), la entropía espectral 

(sp.ent), la entropía, y el promedio de la frecuencia dominante (meandom) 

(Ayara-Salas y Smith-Vidaurre, 2016). 

 

Comparación de resultados entre los cinco casos 

     En el capítulo de resultados se evalúa las eficiencias para los tres grupos de 

aves mediante matrices de confusión.  

Diferencia de Eficacia del Modelo entre Especies Amenazadas y de 

Preocupación Menor 

     Se determinaron como especies amenazadas a las que se encuentran en el Libro 

Rojo de Aves del año 2019. Adicionalmente, se seleccionaron cinco de las once 

especies que se encuentran en Peligro Crítico de Extinción, las cuales se enfrentan 

a un riesgo extremadamente alto de extinción (Freile et al., 2019), considerando 

que las especies pasan a ser parte de este grupo cuando hay menos de 50 

individuos maduros en subpoblaciones. (Freile et al., 2019). Las especies 

escogidas se enlistan a continuación: 

Tabla 9. Especies en peligro crítico seleccionadas 

No. 
Especie 

Nombre en inglés Nombre en español 

   

1 Black and chestnut Eagle Aguila Negra y Castaña 

2 Black faced Ibis Bandurria Carinegra 

3 Great Curassow Pavón Grande 

4 Solitary Eagle Aguila Solitaria 

5 Southern Pochard Porrón Sureño 

Las especies fueron seleccionadas al azar. 
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     Se seleccionaron especies de preocupación menor del Libro Rojo de Aves del 

Ecuador del 2019 (Freile et al., 2019). A continuación, se presenta un listado de 

las especies consideradas. 

Tabla 10. Especies de preocupación menor seleccionadas  

No. 
Especie 

Nombre en inglés Nombre en español 

1 Black capped Donacobius Donacobio 

2 Citrine Warbler Reinita Citrina 

3 Gray breasted Martin Martín Pechigris 

4 Lemon chested Greenlet Verdillo Pechilimón 

5 Tropical Parula Parula Tropical 

Las especies fueron seleccionadas al azar. 

     Es importante destacar que, para el caso de las especies en peligro crítico, no se 

cuenta con una gran cantidad de grabaciones disponible tanto en la base de Cantos 

del Ecuador del año 2013, ni en la plataforma web Xenocanto (Moore et al., 2013; 

Xeno-canto Foundation, 2020). Sin embargo, para determinar si existe diferencias 

entre grupos de especies en peligro crítico y de preocupación menor, se ha 

mantenido la misma cantidad de grabaciones (50 grabaciones) en ambos grupos.  

     Los parámetros del vector de características tanto para las especies amenazadas 

como de preocupación menor son los siguientes: la mediana de la frecuencia 

(freq.median), la desviación estándar de la frecuencia (sd), el primer cuartil de la 

frecuencia (freq.Q25), el segundo cuartil de la frecuencia (freq.Q75), el rango 

intercuartil (freq.IQR), la entropía espectral (sp.ent), la entropía, y el promedio de 

la frecuencia dominante (meandom). 

Prueba Estadística de Significancia 

 

     Con el fin de determinar los factores que intervienen en los diferentes modelos 

desarrollados y descartar la hipótesis nula de que no haya diferencias 

significativas entre las diferentes eficiencias, se ha desarrollado la prueba de 

ANOVAS en R. Este tipo de metodología, se la usa cuando se cuenta con menos 

de 30 observaciones y cuando los resultados no tienden a la normalidad.  
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Las hipótesis nula y alternativa del estudio se muestran a continuación: 

 

Hipótesis nula (Ho): No hay diferencias de eficiencias entre los diferentes casos, 

escenarios y factores analizados 

Hipótesis alternativa (Ha): Al menos un par de eficiencias son significativamente 

distintas la una de la otra. 

 

     En el lenguaje de programación R, se ha ejecutado el análisis de ANOVAS, 

con el fin de determinar el Valor P y descartar la hipótesis nula.  El análisis de 

ANOVAS, se emplea para determinar si existen diferencias significativas entre las 

medias de una variable aleatoria (RPubs, 2016). En el caso del presente estudio, se 

pretende determinar si existen diferencias significativas en las eficiencias 

obtenidas en cada caso, escenario, y grupos. A continuación, se presentan los 

pasos para ejecutar el análisis de ANOVAS: 

• En primer lugar, se ha utilizado la librería library(rapportools) y la 

herramienta boxplot, para graficar las diferentes eficiencias obtenidas en 

los modelos generados en la investigación. 

• En segundo lugar, se ha utilizado la herramienta aov para determinar el 

valor P general del estudio, con el análisis de las eficiencias encontradas 

en los casos, escenarios y grupos diferentes, estos son AM = Especies 

Amenazadas y de Preocupación Menor, GA = Grupos de Avifauna 

(oscines, suboscines, y no passerinos), PA =| Parámetros acusticos 

seleccionados, TM = Tamaño de la Muestra.  

• En caso de que el valor de P, sea menor a 0.05, se determina que existen 

evidencias suficientes para considerar que al menos dos medidas son 

distintas y se descarta la hipótesis nula.  

• Por último, para evaluar los casos de manera independiente, se ha 

empleado el método TukeyHSD (RPubs, 2016). 
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Materiales 

     Para la programación del modelo computacional se utilizó una computadora de 

escritorio de 16 GIGAS de memoria RAM y una laptop HP de 12 GIGAS de 

memoria RAM.  

Código de Programación del Modelo 

Ver Anexo 1 
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CAPÍTULO III: RESULTADOS 

Aplicación de Redes Neuronales en el Ecuador 

     En el Ecuador se cuenta con una gran cantidad de especies de aves (1690) 

(Birdlife, 2005) y cada una de ellas genera diferentes cantos complejos y llamados 

(Kumar, 2003). A continuación, se presentan imágenes de frecuencia espectral de 

dos especies del género Myiothlypis, de la familia Parulidae (reinitas). 

 

Tabla 11. Imágenes de frecuencia espectral de la Reinita Citrina (Myiothlypis 

luteoviridis) 

 

Reinita 

Citrina 

(Myiothlypis 

luteoviridis) 

1)  

2)  
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3)  

4)  

5)  

6)  

 

1) grabación tomada en la Cordillera de los Guacamayos, provincial de Napo en 

1995. 2) grabación tomada en Loja en 1997 3) grabación colectada en los Páramos 

de Matanga en el año 1992. 4) grabación de llamado colectada en la Cordillera de 

los Guacamayos, provincial de Napo en 1995. 5) grabación de llamado colectada 

en la reserva Tapichalaca, Quebrada Honda, en Zamora-Chinchipe. 6) grabación 

colectada en Cayapachupa, Cordillera de Toisán, en la reserva Cotacachi-Cayapas 

en Esmeraldas en el 2006 (Moore, et al. 2013). Se observa en las figuras que una 

especie puede tener varios cantos y llamados.
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Tabla 12. Imágenes de frecuencia espectral de la Reinita Crestinegra (Myiothlypis 

nigrocristatus) 

Reinita 

Crestinegra 

(Myiothlypis 

nigrocristatus) 

1)  

 

2)  

3)  

4)  

5)  

6)  
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7)  

8)  

9)  

10)  

11)  

1) grabación colectada en Tandayapa, en Pichincha, en 1998. 2)  grabación 

colectada en Zamora Chinchipe en 1997. 3) grabación de un llamado colectada en 

Celica – Loja en 1992. 4) grabación colectada en Tandayapa – Pichincha en 1998. 

5) y 6) grabaciones colectadas en Cayapachupa, Cordillera de Toisán, en la 

reserva Cotacachi-Cayapas en el 2006. 7) grabación colectada en La Merced de 

Nono en el año 2006. 8) grabación tomada en la Cordillera de los Guacamayos, 

provincial de Napo en 1996. 9) grabación colectada en Cayapachupa, Cordillera 

de Toisán, en la reserva Cotacachi-Cayapas en el 2006. 10) grabación colectada 

11) grabación de llamado colectada Cajanuma - Loja-Ecuador, en 1997 (Moore, et 
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al. 2013). Se observa en las figuras que una especie puede tener varios cantos y 

llamados. 

     Como se puede observar en las imágenes una misma especie, puede tener 

variaciones en sus cantos y llamados, y considerando que el Ecuador es un país 

megadiverso, la identificación de especies por sus cantos se torna un tema 

complejo. Sin embargo, se pueden emplear herramientas que permiten el 

desarrollo de modelos computacionales eficaces.  

     Uno de los principales resultados encontrados en el presente estudio es que 

mientras más especies se analicen en un mismo modelo, la eficiencia del modelo 

decrece. Por el contrario, mientras más réplicas de cantos existan por especie, 

como información de entrada del modelo, la eficiencia aumenta. Esto se lo 

detallará en el subcapítulo de Tamaño de la Base de Datos, de Factores que 

intervienen en el Modelo.  Por tal motivo, para aplicar redes neuronales para 

identificación de especies en el país, es necesario hacer varios algoritmos o 

modelos computacionales, agrupando especies por géneros o familias para tener 

un mejor resultado.  

     Por otra parte, se debe tener la mayor cantidad de réplicas de grabaciones por 

especie, en el modelo, como información de entrada para mejorar las eficiencias 

del modelo. Esto se lo puede hacer de dos maneras, la primera es utilizando todas 

las grabaciones de aves disponibles en la plataforma Xenocanto y en bases 

nacionales (como por ejemplo la base Cantos del Ecuador del año 2013), y la otra 

manera es aplicando una herramienta denominada data augmentation (Martinsson, 

2017; Salamon et al., 2016; Stowell y Plumbley, 2014). Esta herramienta permite 

crear réplicas de la base de datos original, con pequeñas modificaciones en las 

frecuencias y en el espectro (Martinsson, 2017; Salamon et al., 2016; Stowell y 

Plumbley, 2014). La herramienta ha sido usada en estudios bibliográficos 

analizados, y ha aumentado la eficiencia de los modelos generados (Martinsson, 

2017; Salamon et al., 2016; Stowell y Plumbley, 2014). En el subcapítulo de 

Factores que intervienen en el Modelo, se detallará la importancia de aumentar la 

cantidad de réplicas de grabaciones por especies.  

     En el caso de especies amenazadas, que se encuentran dentro del Libro Rojo de 

Aves del Ecuador del año 2019, no se cuenta con una suficiente cantidad de 
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réplicas en bases de datos disponibles. Sin embargo, se puede utilizar la 

herramienta de data augmentation para aumentar la eficacia en su identificación 

(Martinsson, 2017; Salamon et al., 2016; Stowell y Plumbley, 2014). (Ver 

capítulo de Diferencia de Eficacia del Modelo entre Especies Amenazadas y de 

Preocupación Menor)  

     Por otra parte, la selección de parámetros acústicos distintos no genera 

alteraciones significativas, sino más bien los modelos de identificación empleados 

en el país dependen de las réplicas por especie y del tamaño de la muestra que 

ingresa en el modelo. 

     Por todo lo anteriormente expuesto, se ha determinado que es posible 

identificar especies de aves en un país neotropical como el Ecuador. Sin embargo, 

se deben aplicar mecanismos especializados como aumento de la base de datos 

con toda la información disponible, data augmentation (Martinsson, 2017; 

Salamon et al., 2016; Stowell y Plumbley, 2014) y generar varios algoritmos 

agrupando a las aves por familias o géneros y no trabajar en un solo modelo con 

todas las especies del Ecuador. 

Factores que intervienen en la Eficiencia del Modelo 

     En esta sección de la investigación se han analizado los factores que 

intervienen en la eficiencia del modelo computacional. Se ha dividido el análisis 

en dos partes. En primer lugar, se ha determinado la importancia de la cantidad de 

réplicas por especie en la base de datos y el número de especies escogidas por 

modelo. En segundo lugar, se determina qué parámetros acústicos se deben 

seleccionar para desarrollar el vector de características, utilizado como entrada de 

la red neuronal. A continuación, se describen los resultados obtenidos en este 

análisis.  

Tamaño de la Base de Datos 

     Se obtuvo diferentes resultados en la eficiencia del modelo estableciendo 

diferentes casos de estudio. A continuación, se presenta una tabla en donde se 

resumen las eficiencias, y los errores: 
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Tabla 13. Resultados de eficiencia de diferentes modelos variando el tamaño de 

la muestra. 

Métricas de 

evaluación del 

modelo 

Caso No. 1  Caso No. 2  Caso No. 3  

Eficacia  7.08% 26.1% 50.9%  

 

Error 92.92% 73.9% 49.1% 

Eficiencias obtenidas en identificación de especies variando el tamaño de la 

muestra. Caso No. 1 (89 especies y tres grabaciones por especie), Caso No. 2 (15 

especies y entre 50 y 100 grabaciones por especie) Caso No. 3 (cinco especies y 

entre 75 a 100 grabaciones por especie).  

  

     Adicionalmente, a continuación, se presenta gráficos con el rendimiento de los 

modelos, mientras menor sea el valor del Cross Entropy mayor es la eficiencia del 

modelo. (Mathworks, 2022) 

a)  
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b)  

c)  

Figura 21. Rendimiento de los diferentes casos analizados variando el tamaño de 

la muestra (Mathwords, 2022). Los diferentes modelos tuvieron la mayor 

eficiencia: a) en el ciclo número diez (EPOCH 2), b) en el ciclo número112, y c) 

en el ciclo número 19 respectivamente. 

 

Comparación de resultados entre los tres casos 

     A continuación, se exponen las matrices de confusión del testing de los tres casos 

analizados: 

 
2 EPOCH: Ciclos por los cuales el set de datos completo pasa por el modelo de aprendizaje (DeepAI, 2019) 
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 Tabla 14. Comparación de las matrices de confusión de los Casos 1, 2 y 3. 

Caso 1 Eficiencia del testing del 7.08% 

Caso 2 

 

Caso 3  

 

Los valores de color verde representan el porcentaje de aciertos que obtuvo el 

modelo y los datos en color rojo son los valores errados. La mayor eficiencia tuvo 

el caso No. 3. 
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     Se pudo observar que el modelo que tuvo la eficacia más alta fue el caso número 

3, en la cual se aumentaron las réplicas de las especies y se redujo el número de 

especies. 

Parámetros Acústicos Usados en el Vector de Características 

     Se obtuvo diferentes resultados en la eficiencia del modelo estableciendo 

diferentes escenarios con parámetros acústicos distintos. A continuación, se 

presenta una tabla en donde se resumen las eficiencias, los errores y rendimientos: 

 

Tabla 15. Resultados de eficiencia de diferentes modelos variando los parámetros 

acústicos seleccionados.  

Métricas de 

evaluación 

del modelo 

Escenario 

No. 1 

Escenario 

No. 2 

Escenario 

No. 3 

Escenario 

No. 4 

Escenario 

No. 5 

Eficacia  51.6 % 56.7 % 53.5 % 53.0 % 50.2 % 

Error 48.4 % 43.3 % 46.5 % 47 % 49.8 % 

 

     Adicionalmente, a continuación, se presenta gráficos con el rendimiento de los 

modelos, mientras menor sea el valor del Cross Entropy mayor es la eficiencia del 

modelo. (Mathworks, 2022) 

a)   



52 
 

b)  

c)  

d)  
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e)  

Figura 22. Rendimiento de los diferentes escenarios analizados con distintos 

parámetros acústicos (Mathwords, 2022). Los diferentes modelos tuvieron la 

mayor eficiencia: a) en el ciclo número 35, b) en el ciclo número 58, c) en el ciclo 

número 52, d) en el ciclo número 67, e) en el ciclo número 33. 

Comparación de resultados entre los cinco casos 

     En este capítulo se evalúa las eficiencias obtenidas en los cinco escenarios 

mediante matrices de confusión. 
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Tabla 16. Comparación de las matrices de confusión de los Escenarios 1, 2, 3, 4 y 

5 

             Escenario 1                     Escenario 2                       Escenario 3 

 

                    Escenario 4                                       Escenario 5 

  

Los valores de color verde representan el porcentaje de aciertos que obtuvo el 

modelo y los datos en color rojo son los valores errados. La mayor eficiencia tuvo 

el escenario No. 2. 

 

     Como se puede observar en las matrices de confusión del testintg, el escenario 

que tiene la mejor eficacia es el número 2, sin embargo, las diferencias entre las 

eficiencias no son significativas, como lo fue en la evaluación del tamaño de la 

base de datos. El análisis estadístico se lo describe más adelante.   

Diferencia de Eficacia del Modelo entre Grupos de Avifauna 

     Como se detalla en la metodología se han desarrollado diferentes escenarios 

para los tres grupos de avifauna agrupados por sus cantos, los No Passerinos, 

Oscines y Suboscines. Para esto se han seleccionado cinco especies con más de 75 

grabaciones por especie. 
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     A continuación, se presenta una tabla en donde se detallan las diferentes 

eficiencias obtenidas con estos grupos de avifauna. 

Tabla 17. Resultados de eficiencia de diferentes modelos agrupando especies en 

oscines, suboscines y no passerinos.  

Métricas de 

evaluación del 

modelo 

Oscines Suboscines No Passerinos 

Eficacia  56,7% 55% 50,9% 

Error 43,3% 45% 49,1% 

 

     Adicionalmente, a continuación, se presenta gráficos con el rendimiento de los 

modelos, mientras menor sea el valor del Cross Entropy mayor es la eficiencia del 

modelo. (Mathworks, 2022) 

a)  

b)  
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c)  

Figura 23. Rendimiento de los diferentes casos analizados agrupando especies en 

oscines, suboscines y no passerinos (Mathwords, 2022). Los diferentes modelos 

tuvieron la mayor eficiencia: a) en el ciclo número 58 (EPOCH 3), b) en el ciclo 

número 18, y c) en el ciclo número 19 respectivamente. 

 

Comparación de resultados entre los tres grupos de avifauna 

     En este capítulo se evalúa las eficiencias obtenidas en tres grupos de avifauna 

mediante matrices de confusión. 

 
3 EPOCH: Ciclos por los cuales el set de datos completo pasa por el modelo de aprendizaje (DeepAI, 2019) 
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Tabla 18. Comparación de las matrices de confusión de las eficiencias de los 

modelos empleados para diferentes grupos de avifauna 

 

             Oscines                            Suboscines                         No Passerinos  

 

Los valores de color verde representan el porcentaje de aciertos que obtuvo el 

modelo y los datos en color rojo son los valores errados. La mayor eficiencia tuvo 

el grupo de oscines. 

 

     Se pudo observar que la mejor eficiencia la tuvo el grupo de Oscines, que es el 

grupo de aves con cantos más complejos, sin embargo, los resultados son 

similares. Por lo que se determina que los grupos de aves no son un factor 

determinante al momento de identificar especies. El análisis de significancia 

estadística de los resultados se la evalúa más adelante. 

Diferencia de Eficacia del Modelo entre especies Amenazadas y de 

Preocupación Menor 

     Como se detalla en la metodología se han desarrollado diferentes escenarios 

para especies de preocupación menor y especies amenazadas. A continuación, se 

presenta una tabla en donde se detallan las diferentes eficiencias obtenidas con 

estos grupos de avifauna. 
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Tabla 19. Resultados de eficiencia entre especies de preocupación menor y 

amenazadas.  

Métricas de evaluación 

del modelo 

Especies de 

preocupación menor 

Especies amenazadas 

Eficacia  50% 47,8% 

Error 50% 52,2% 

 

Adicionalmente, a continuación, se presenta gráficos con el rendimiento de los 

modelos, mientras menor sea el valor del Cross Entropy mayor es la eficiencia del 

modelo. (Mathworks, 2022) 

a)  

b)  

Figura 24. Rendimiento de los diferentes casos analizados agrupando especies de 

preocupación menor y amenazadas (Mathwords, 2022). Los diferentes modelos 
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tuvieron la mayor eficiencia: a) en el ciclo número 16 (EPOCH 4), b) en el ciclo 

número 58 respectivamente. 

 

Comparación de resultados entre especies amenazadas y de preocupación 

menor 

     En este capítulo se evalúa las eficiencias obtenidas entre especies en peligro 

crítico de extinción y especies de preocupación menor. 

 
4 EPOCH: Ciclos por los cuales el set de datos completo pasa por el modelo de aprendizaje (DeepAI, 2019) 
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Tabla 20. Comparación de las matrices de confusión de las eficiencias de los 

modelos empleados para especies amenazadas y de preocupación menor 

 

         Especies en Peligro Crítico                Especies de Preocupación Menor  

    

     Como se puede observar en las matrices de confusión considerando que se han 

manejado un número similar de grabaciones (50 por grupo), se tienen eficacias 

similares que varían únicamente por 2.2%. El análisis de significancia estadística 

de las eficiencias se lo evalúa en el siguiente capítulo. 

 

Prueba Estadística de Significancia 

 

     Con el fin de determinar los factores que intervienen en los diferentes modelos 

desarrollados y descartar la hipótesis nula de que no haya diferencias 

significativas entre las diferentes eficiencias, se ha desarrollado la prueba de 

ANOVAS en R (ver capítulo de metodología). Las hipótesis nula y alternativa del 

estudio se muestran a continuación: 

 

Hipótesis nula (Ho): No hay diferencias de eficiencias entre los diferentes casos, 

escenarios y factores analizados 

Hipótesis alternativa (Ha): Al menos un par de eficiencias son significativamente 

distintas la una de la otra. 
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     A continuación, se presenta un gráfico donde se puede observar las eficiencias 

con sus medias, obtenidas para cada factor, caso y escenario analizado: 

 

Figura 25. Gráfica comparativa de las diferentes eficiencias encontradas en los 

casos, escenarios y grupos diferentes. AM = Especies Amenazadas y de 

Preocupación Menor, GA = Grupos de Avifauna (oscines, suboscines, y no 

passerinos), PA =| Parámetros Acusticos seleccionados, TM = Tamaño de la 

Muestra. Se puede observar la similitud de las medias de las eficiencias de 

especies amenazadas, grupos de avifauna y parámetros acústicos, y la disimilitud 

de las eficiencias del factor tamaño de la muestra. 

 

     En la imagen se puede observar la similitud de las medias de las eficiencias de 

los grupos analizados de especies amenazadas, grupos de avifauna y parámetros 

acústicos, y la disimilitud de las medias de las eficiencias del factor tamaño de la 

muestra. 
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Tabla 21. Resumen de los valores estadísticos obtenidos en la presente 

investigación, incluyendo el valor P, mediante el análisis de ANOVAS, de los 

diferentes casos estudiados 

         

Df Sum Sq Mean Sq Valor F Pr(>F)   

3 0.1422 0.04742    4.227 0.0402 * 

Df= grados de libertad, sum Sq= Suma total de cuadrados, Mean Sq = Media de 

cuadrados, F = medida de precisión que tiene un test, P = probabilidad de que un 

valor estadístico calculado sea posible dada una hipótesis nula cierta 

 

Debido a que el valor de P, es menor a 0.05, se determina que existen evidencias 

suficientes para considerar que al menos dos medidas son distintas y se descarta la 

hipótesis nula.  

Los resultados anteriormente descritos demuestran el resultado global del estudio, 

sin embargo, para evaluar los casos de manera independiente, se ha desarrollado 

el método TukeyHSD (RPubs, 2016). A continuación, se muestran los resultados 

para cada grupo o caso analizado en la presente investigación. 

 

Tabla 22. Resultado del Valor P, de los diferentes factores analizados en la 

presente investigación, mediante el uso del método de análisis TukeyHSD 

 

GRUPO P 

GA-AM 0.9447307 

PA-AM 0.9653749 

TM - AM 0.2064269 

PA-GA 0.9985678 

TM-GA 0.0577062 

TM-PA 0.0425738 

El factor tamaño de la muestra relacionado presenta resultados o eficiencias 

distintas significativas, en su defecto el resto de factores no determinan 

diferencias significativas. 
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Como se puede observar en la tabla anterior, se encontraron eficiencias con 

diferencias significativas en el factor de evaluación de tamaño de muestra, debido 

a que se ha obtenido un valor de P menor a 0.05 (RPubs, 2016). El resto de 

factores o grupos evaluados como son grupos de avifauna, especies amenazadas, y 

parámetros acústicos no muestran diferencias de eficacia significativas ya que el 

valor de P, obtenido fue mayor a 0.05.
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CAPÍTULO IV: DISCUSIÓN 

     Se ha determinado que la bioacústica computacional es una herramienta muy 

útil y necesaria a la hora de hacer monitoreo de biodiversidad con fines 

investigativos o de conservación (Ganchev, 2016; Tubaro, 1999). Tiene muchas 

ventajas, entre las que se incluye la capacidad de hacer estudios a largo plazo que 

son limitados con las técnicas de bioacústica convencionales en las que se 

requiere de profesionales expertos (Ganchev, 2016). En el país, el uso de la 

bioacústica computacional no se ha desarrollado ampliamente; sin embargo, con 

esta investigación se pretende identificar si es posible aplicar redes neuronales de 

inteligencia artificial y obtener buenos resultados, considerando la mega 

diversidad ecuatoriana. 

     En los resultados se determina que se puede aplicar esta herramienta en el 

Ecuador, siempre y cuando se tomen en cuenta algunas consideraciones. 

En primer lugar, es necesario tomar en cuenta la cantidad de réplicas que se tiene 

por especie y la cantidad de especies que se ingresen en la información de entrada 

del modelo. En los tres casos ejecutados se varió la cantidad de grabaciones por 

especies. En el caso número uno se armó un dataset con 89 especies y tres 

grabaciones por especie, en el segundo caso se modificó el data set reduciendo el 

número de especies a 15 y el número de grabaciones a más de 50 por especie, y 

por último se redujo el data set a cinco especies y más de 75 grabaciones por 

especie. Las eficiencias en los tres casos fueron de 7.08%, 26.1% y 50.9%, 

respectivamente. Se puede observar que se aumentó considerablemente la 

eficiencia en los tres casos. Por lo que para hacer práctico el modelo en el Ecuador 
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es necesario tener un amplio data set de grabaciones por especie. 

Afortunadamente, se cuenta con las bases de datos de la plataforma web 

Xenocanto y Cantos del Ecuador del 2013 (Moore et al., 2013; Xeno-canto 

Foundation, 2020), donde se puede obtener este data set, en especial de las 

especies de preocupación menor, que no se encuentran amenazadas.       

Adicionalmente, con los resultados obtenidos se pudo observar que es necesario 

generar algoritmos diferentes por grupos de especies y no trabajar con data sets 

con gran cantidad de especies, cuando se trabaje con Redes Neuronales del tipo 

Shallow. Se puede analizar posteriormente si con Redes Neuronales 

Convolucionales se puede analizar en un solo algoritmo un set de datos con una 

amplia cantidad de especies (Martinsson, 2017; Salamon et al., 2016; Stowell y 

Plumbley, 2014). 

     En la bibliografía analizada, se ha empleado una técnica para aumentar la 

eficiencia de modelos de redes neuronales, denominado data augmentation 

(Martinsson, 2017; Salamon et al., 2016; Stowell y Plumbley, 2014).  Esta 

herramienta aumenta el data set con réplicas de la data set original con 

modificaciones en la frecuencia o en el espectro (Martinsson, 2017; Salamon et 

al., 2016; Stowell y Plumbley, 2014). En la bibliografía analizada usan esta 

herramienta en el software Python (Martinsson, 2017; Salamon et al., 2016; 

Stowell y Plumbley, 2014), sin embargo, se encontró en Matlab un código 

llamado audioaugmenter el cual ejecuta el data augmentation (Maguolo, 2019). 

     En el software R, se encontró una libraría llamada fastai (Abdullayev, 2022), la 

cual ejecuta data augmentation a imágenes. Se recomienda en futuros estudios 

analizar la efectividad de modelos de redes neuronales, aplicando data 

augmentation a espectrogramas de sonido con fastai, y utilizar esta información 

como capa de entrada.   

     En segundo lugar, según los resultados, para desarrollar Redes Neuronales 

Shallow es irrelevante el tipo de parámetros acústicos que se utilicen. En los 

resultados, se obtuvieron eficiencias de 51.6%, 56.7%, 53.5%, 53%, 50.2%, en 

cinco escenarios con parámetros acústicos diferentes en los que se encontraba la 

frecuencia media, entropía, frecuencia dominante, entre otros. Como se puede 

observar, la eficiencia de los cinco escenarios es similar; se evidencia que no es 
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necesario utilizar todos los parámetros acústicos para tener buenas eficiencias. El 

escenario que obtuvo los mejores resultados (eficiencia del 56.7%) fue el que 

tomó nueve parámetros con estadísticos de la frecuencia, datos de entropía, y el 

promedio de la frecuencia dominante.  

     Por otra parte, cuando se divide al set de datos en grupos de aves según sus 

cantos, Oscines, Suboscines y No Passerinos, no se obtienen diferencias de 

eficiencia significativas. En el estudio, se obtuvieron eficiencias similares de 

56,7%, 55% y 50.9%, respectivamente, las diferencias no son significativas, según 

las pruebas estadísticas, sin embargo, se obtuvo una mayor eficiencia con el grupo 

de Oscines, los cuales tienen los cantos más complejos.  

     En cuanto a especies en amenaza y de preocupación menor se tienen eficacias 

similares que varían únicamente por 2.2%. Se determinó una eficiencia de 47.8% 

en especies de peligro crítico y 50% de eficacia en especies de preocupación 

menor. 

     Si bien se ha logrado conseguir eficiencias mayores al 50%, aún no son 

suficientes para tener una alta eficacia en identificación de especies. Una de las 

razones por las que las eficiencias son relativamente bajas, puede ser la calidad de 

grabaciones de la base de datos de Xenocanto, debido a que no todas las 

grabaciones son de buena calidad. Algunas grabaciones tienen ruido de fondo u 

otras especies en la misma grabación, por lo que se recomienda en futuros 

estudios escudriñar cada grabación que se ingresa en la base de datos e ingresar 

únicamente las que tienen buena calidad. 

     Varios de los estudios analizados, que forman parte del estado del arte, utilizan 

como información de entrada un coeficiente acústico denominado MFCC Mel 

Frequency Cepstral Coefficients en Python (Martinsson, 2017; Salamon et al., 

2016; Stowell y Plumbley, 2014), en lugar de los parámetros acústicos obtenidos 

con la herramienta specan del paquete WarbleR en R. Por lo tanto, se recomienda 

en futuros análisis la comparación de estos dos métodos de obtención del vector 

de características con el fin de determinar si existe alguna diferencia en eficiencias 

de los modelos. 

     La herramienta auto_detec de WarbleR también se debe utilizar, segregando 

grupos de aves por género o familia, debido a que tomando un solo data set se 
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pierden algunas señales acústicas que pueden dar robustez al modelo 

computacional. 

     En varios estudios que forman parte del estado del arte, se usan redes 

neuronales convolucionales Python (Martinsson, 2017; Salamon et al., 2016; 

Stowell y Plumbley, 2014), por lo que en futuros estudios se debe analizar la 

diferencia de eficiencias entre modelos que usan Redes Neuronales Shallow y 

Redes Neuronales Convolucionales Python.
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CAPÍTULO V: CONCLUSIONES Y RECOMENDACIONES 

Conclusiones  

     Se ha desarrollado un Modelo Computacional para la identificación de 

especies de aves por sus cantos con bases de datos de acceso libre en el Ecuador. 

     Se ha determinado que los factores principales que influyen en la eficiencia del 

modelo computacional de redes neuronales son el número de especies por 

algoritmo y el número de réplicas por cada especie de ave. 

     En cuando mayor es el data set con mayor cantidad de réplicas de cantos de 

aves por especies, mayor será la eficiencia del modelo. 

     En su defecto, mientras se desarrollen algoritmos o modelos con menos 

cantidad de especies, mayor será la eficiencia, ya que se reduce la probabilidad de 

error. 

     Los parámetros acústicos seleccionados, no representan un cambio 

significativo en la eficiencia del modelo, como lo hace el factor de tamaño de la 

muestra. 

     No se evidencia que haya diferencia significativa en la eficiencia del modelo 

por grupos de aves según sus cantos (oscines, suboscines, y no passerinos), ni en 

grupos de aves amenazadas y de preocupación menor, como lo hace el factor de 

tamaño de la muestra. 

     Se determinó favorable la implementación de modelos computacionales de 

redes neuronales de inteligencia artificial en el Ecuador, siempre y cuando se 

tomen en cuenta ciertas consideraciones, como que el tamaño de réplicas por 

canto de especies es importante, que se deben desarrollar modelos por grupos 
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reducidos de especies, para mejorar la eficiencia, y que se deben emplear 

herramientas como el data augmentation en los modelos con el fin de aumentar las 

réplicas de cantos, especialmente cuando se trata de especies amenazadas.   

Recomendaciones  

     Se recomienda el desarrollo de la técnica data augmentation con el fin de 

mejorar la eficiencia del modelo. Esta herramienta se la puede desarrollar con el 

código augmenter en Matlab o en Python. 

     Se recomienda investigar el desarrollo de redes neuronales en Python, 

considerando que varios de los estudios desarrollados en otros países utilizan este 

software para la identificación de especies por sus cantos.  

     Se recomienda escudriñar los archivos de audio de la Base de Datos del 

Ecuador del año 2013, debido a que varios de los archivos no permitían que R 

corra las herramientas de Warbler, sino que más bien hacían que R se reinicie y se 

pierda la información. 

     Se recomienda seguir aumentando las bases de datos, ya que se ha comprobado 

que mientras más réplicas se tenga, las eficiencias del modelo aumentan. 
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ANEXOS 

ANEXO I 

Código de Programación 

Software R 

#1====================Cargar librerías========================= 

library(tuneR) 

library(warbleR) 

library(writexl) 

library(readxl) 

#2=====================Limpieza Inicial======================== 

rm(list=ls()) 

setwd("C:/Users/…………………….") 

ruta = "C:/………………………………" 

#3============Convertir archivos de mp3 a wav del set directory 

============= 

mp32wav(samp.rate = 44.1) 

 

#4===============Detectar la Señal Acústica ======================= 

tp<-autodetec(bp = c(2, 9), threshold = 5,mindur = 0.09, maxdur = 0.22, ssmooth = 

900,ls = TRUE, res = 100, flim= c(1, 12), wl = 300, set =TRUE, sxrow = 6, rows = 

15) 

tp<-na.omit(tp) 

#5==================Quitar el Ruido =========================== 

 

tp.snr <-sig2noise(X = tp[seq(1, nrow(tp), 2), ], mar = 0.04) 

tp.hisnr <- tp.snr[ave(-tp.snr$SNR, tp.snr$sound.files, FUN = rank) <= 5, ] 

 

#6======Obtener parámetros acústicos (Vector de Características) ========== 

Vc <- Specan (tp.snr, bp = c(1, 11), threshold = 15) 
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#se recomienda en este punto exportar el vector de características para no volver a 

correr la herramienta auto_detect, ya que se demora varias horas 

write.csv(Vc,file = " Vc.csv") 

#7==================Agrupar Señales Acústicas=================== 

sonido=Vc$sound.file 

sonido=gsub(".wav$",'',sonido) 

#quitar el punto en los nombres de los archivos 

sonido_agrupado = gsub('\\.','',sonido) 

#agrupar todas las especies en función a sus números 

sonagrup=gsub('[0-9]','',sonido_agrupado) 

Vc $species=sonagrup 

#8======================Generar Escenarios===================== 

#Después de agrupar las señales acústicas se define el escenario en el que se 

seleccionan ciertos parámetros acústicos  

#hacer listas 

totparms=list(Vc) 

esc=lapply(1:length(totparms),function(i) 

  totparms [[i]][,c(which(colnames(totparms [[i]])=="meanfreq") 

                      ,which(colnames(totparms [[i]])=="sd") 

                      ,which(colnames(totparms [[i]])=="freq.median") 

                      ,which(colnames(totparms [[i]])=="freq.Q25") 

                      ,which(colnames(totparms [[i]])=="freq.Q75") 

                      ,which(colnames(totparms [[i]])=="freq.IQR") 

                      ,which(colnames(totparms [[i]])=="sp.ent") 

                      ,which(colnames(totparms [[i]])=="entropy") 

                      ,which(colnames(totparms [[i]])=="meandom") 

                      ,which(colnames(totparms [[i]])=="species"))]) 

escenarios=lapply(1:length(totparms),function(i)list(totparms=totparms [[i]], 

                                                        esc=esc[[i]])) 

names(escenarios)=names(totparms) 

especiestotales=list() 

for(k in 1:length(escenarios)){ 
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  especiestotales[[k]]=list() 

  for(i in 1:length(escenarios[[k]])){ 

    especiestotales[[k]][[i]]=list() 

    escenarios[[k]][[i]]$especies=NA 

    especies=levels(unique(as.factor(escenarios[[k]][[i]]$species))) 

    especiestotales[[k]][[i]]=especies 

    columna=which(colnames(escenarios[[k]][[i]])=="species") 

    for (j in 1:length(especies)) { 

      escenarios[[k]][[i]][escenarios[[k]][[i]][,columna]==especies[j],columna+1]=j 

    } 

    escenarios[[k]][[i]]$species=NULL 

  } 

} 

#es necesario exportar a un documento en excel para desarrollar Redes 

Neuronales en Matlab 

for(i in 1:length(escenarios)){ 

  write_xlsx(x=escenarios[[i]],path 

=paste("C:/……………….",names(escenarios)[i],"Esc.xlsx" ,sep = "")) 

} 

Software Matlab 

#9===Carga de documento xlsx con el vector de característica y los diferentes 

escenarios================================================ 

%limpieza inicial 

clc 

close all 

clear all 

%carga de datos 

cd('C:…………………………………………………………………………….) 

Esc_path='Esc.xlsx'; 

%se carga el documento en Excel que tiene el vector de características y los 

diferentes tipos de escenarios 

[~,sheet_name]=xlsfinfo(Esc_path); 
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 sheet_name(1)=[];    

    for i=1:size(sheet_name,2) 

    datos{i}=xlsread(Esc_path,sheet_name{i}); 

    end 

#10===================Entrenar el modelo======================= 

%entrenar el modelo, se definen los predictores y los valores de salida 

  for i=1:size(sheet_name,2) 

     species_unique{i}=unique(datos{i}(:,size(datos{i},2))); 

     %transformar discretos a logicos 

         [grupos{i}, ID{i}]=findgroups(datos{i}(:,size(datos{i},2))); 

         %logicos a vectores 

 species_target{i}= ind2vec(grupos{i}.'); 

 %entradas normalizadas 

 entradas{i}=datos{i}(:,1:(size(datos{i},2)-1)).'; 

 entradas_norm{i}=normalize(entradas{i}); 

  end 

#10====================== Herramienta nprtool=================== 

% Solve a Pattern Recognition Problem with a Neural Network 

% Script generated by Neural Pattern Recognition app 

% Created 10-Mar-2022 19:34:02 

% 

% This script assumes these variables are defined: 

% 

%   entradas_norm - input data. 

%   species_target - target data. 

 

x = entradas_norm; 

t = species_target; 

 

% Choose a Training Function 

% For a list of all training functions type: help nntrain 

% 'trainlm' is usually fastest. 
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% 'trainbr' takes longer but may be better for challenging problems. 

% 'trainscg' uses less memory. Suitable in low memory situations. 

trainFcn = 'trainscg';  % Scaled conjugate gradient backpropagation. 

 

% Create a Pattern Recognition Network 

hiddenLayerSize = 10; 

net = patternnet(hiddenLayerSize, trainFcn); 

 

% Setup Division of Data for Training, Validation, Testing 

net.divideParam.trainRatio = 70/100; 

net.divideParam.valRatio = 15/100; 

net.divideParam.testRatio = 15/100; 

 

% Train the Network 

[net,tr] = train(net,x,t); 

 

% Test the Network 

y = net(x); 

e = gsubtract(t,y); 

performance = perform(net,t,y) 

tind = vec2ind(t); 

yind = vec2ind(y); 

percentErrors = sum(tind ~= yind)/numel(tind); 

 

% View the Network 

view(net) 

 

% Plots 

% Uncomment these lines to enable various plots. 

%figure, plotperform(tr) 

%figure, plotconfusion(t,y) 
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Factores que intervienen en la Eficiencia del Modelo 

     Caso 1.- Se cambia el directorio inicial de la sección dos a un data set con 89 

especies y tres grabaciones por especie 

     Caso 2.- Se cambia el directorio inicial de la sección dos a un data set con 15 

especies y más de 50 grabaciones por especie 

     Caso 3. Se cambia el directorio inicial de la sección dos a un data set con cinco 

especies y más de 75 grabaciones por especie 

 

Parámetros Acústicos Usados en el Vector de Características 

     Cambian los parámetros de la sección 8 

#8====================Generar Escenarios====================== 

Escenario 1 

totparmsesc1=list(Vc) 

#para hacer varios escenarios y comparar eficiencias se usa lapply 

esc1=lapply(1:length(totparmsesc1),function(i) 

totparmsesc1[[i]][,c(which(colnames(totparmsesc1[[i]])=="meanfreq") 

                  ,which(colnames(totparmsesc1[[i]])=="sd") 

                  ,which(colnames(totparmsesc1[[i]])=="freq.median") 

                  ,which(colnames(totparmsesc1[[i]])=="freq.Q25") 

                  ,which(colnames(totparmsesc1[[i]])=="freq.Q75") 

                  ,which(colnames(totparmsesc1[[i]])=="freq.IQR") 

                  ,which(colnames(totparmsesc1[[i]])=="time.median") 

                  ,which(colnames(totparmsesc1[[i]])=="time.Q25") 

                  ,which(colnames(totparmsesc1[[i]])=="time.Q75") 

                  ,which(colnames(totparmsesc1[[i]])=="time.IQR") 

                  ,which(colnames(totparmsesc1[[i]])=="skew") 

                  ,which(colnames(totparmsesc1[[i]])=="kurt") 

                  ,which(colnames(totparmsesc1[[i]])=="sp.ent") 

                  ,which(colnames(totparmsesc1[[i]])=="time.ent") 

                  ,which(colnames(totparmsesc1[[i]])=="entropy") 

                  ,which(colnames(totparmsesc1[[i]])=="sfm") 

                  ,which(colnames(totparmsesc1[[i]])=="meandom") 
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                  ,which(colnames(totparmsesc1[[i]])=="mindom") 

                  ,which(colnames(totparmsesc1[[i]])=="maxdom") 

                  ,which(colnames(totparmsesc1[[i]])=="dfrange") 

                  ,which(colnames(totparmsesc1[[i]])=="modindx") 

                  ,which(colnames(totparmsesc1[[i]])=="startdom") 

                  ,which(colnames(totparmsesc1[[i]])=="enddom") 

                  ,which(colnames(totparmsesc1[[i]])=="dfslope") 

                  ,which(colnames(totparmsesc1[[i]])=="meanpeakf") 

                  ,which(colnames(totparmsesc1[[i]])=="species"))]) 

 

escenarios=lapply(1:length(totparmsesc1),function(i)list(totparmsesc1=totparmses

c1[[i]], 

                   esc1=esc1[[i]])) 

names(escenarios)=names(totparmsesc1) 

especiestotales=list() 

for(k in 1:length(escenarios)){ 

  especiestotales[[k]]=list() 

  for(i in 1:length(escenarios[[k]])){ 

    especiestotales[[k]][[i]]=list() 

  escenarios[[k]][[i]]$especies=NA 

  especies=levels(unique(as.factor(escenarios[[k]][[i]]$species))) 

  #importante para revertir al final 

  especiestotales[[k]][[i]]=especies 

  columna=which(colnames(escenarios[[k]][[i]])=="species") 

  for (j in 1:length(especies)) { 

    escenarios[[k]][[i]][escenarios[[k]][[i]][,columna]==especies[j],columna+1]=j 

  } 

  escenarios[[k]][[i]]$species=NULL 

} 

} 

for(i in 1:length(escenarios)){ 
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  write_xlsx(x=escenarios[[i]],path 

=paste("C:/……………………..",names(escenarios)[i],"ESC1.xlsx" ,sep = "")) 

} 

Escenario 2 

No cambian los parámetros de la sección 8 

Escenario 3 

#hacer listas 

totparmsesc3=list(Vc) 

esc3=lapply(1:length(totparmsesc3),function(i) 

totparmsesc3[[i]][,c(which(colnames(totparmsesc3[[i]])=="meanfreq") 

                  ,which(colnames(totparmsesc3[[i]])=="freq.median") 

                  ,which(colnames(totparmsesc3[[i]])=="freq.Q25") 

                  ,which(colnames(totparmsesc3[[i]])=="freq.Q75") 

                  ,which(colnames(totparmsesc3[[i]])=="freq.IQR") 

                  ,which(colnames(totparmsesc3[[i]])=="entropy") 

                  ,which(colnames(totparmsesc3[[i]])=="dfrange") 

                  ,which(colnames(totparmsesc3[[i]])=="meanpeakf") 

                  ,which(colnames(totparmsesc3[[i]])=="species"))]) 

escenarios=lapply(1:length(totparmsesc3),function(i)list(totparmsesc3=totparmses

c3[[i]], 

                   esc3=esc3[[i]])) 

names(escenarios)=names(totparmsesc3) 

especiestotales=list() 

for(k in 1:length(escenarios)){ 

  especiestotales[[k]]=list() 

  for(i in 1:length(escenarios[[k]])){ 

    especiestotales[[k]][[i]]=list() 

  escenarios[[k]][[i]]$especies=NA 

  especies=levels(unique(as.factor(escenarios[[k]][[i]]$species))) 

  #importante para revertir al final 

  especiestotales[[k]][[i]]=especies 

  columna=which(colnames(escenarios[[k]][[i]])=="species") 
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  for (j in 1:length(especies)) { 

    escenarios[[k]][[i]][escenarios[[k]][[i]][,columna]==especies[j],columna+1]=j 

  } 

  escenarios[[k]][[i]]$species=NULL 

} 

} 

for(i in 1:length(escenarios)){ 

  write_xlsx(x=escenarios[[i]],path 

=paste("C………….",names(escenarios)[i],"ESC3.xlsx" ,sep = "")) 

} 

Escenario 4 

totparmsesc4=list(Vc) 

esc4=lapply(1:length(totparmsesc4),function(i) 

totparmsesc4[[i]][,c(which(colnames(totparmsesc4[[i]])=="sp.ent") 

                  ,which(colnames(totparmsesc4[[i]])=="entropy") 

                  ,which(colnames(totparmsesc4[[i]])=="meandom") 

                  ,which(colnames(totparmsesc4[[i]])=="mindom") 

                  ,which(colnames(totparmsesc4[[i]])=="maxdom") 

                  ,which(colnames(totparmsesc4[[i]])=="dfrange") 

                  ,which(colnames(totparmsesc4[[i]])=="species"))]) 

escenarios=lapply(1:length(totparmsesc4),function(i)list(totparmsesc4=totparmses

c4[[i]], 

                   esc4=esc4[[i]])) 

names(escenarios)=names(totparmsesc4) 

especiestotales=list() 

for(k in 1:length(escenarios)){ 

  especiestotales[[k]]=list() 

  for(i in 1:length(escenarios[[k]])){ 

    especiestotales[[k]][[i]]=list() 

  escenarios[[k]][[i]]$especies=NA 

  especies=levels(unique(as.factor(escenarios[[k]][[i]]$species))) 

  #importante para revertir al final 
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  especiestotales[[k]][[i]]=especies 

  columna=which(colnames(escenarios[[k]][[i]])=="species") 

  for (j in 1:length(especies)) { 

    escenarios[[k]][[i]][escenarios[[k]][[i]][,columna]==especies[j],columna+1]=j 

  } 

  escenarios[[k]][[i]]$species=NULL 

} 

} 

for(i in 1:length(escenarios)){ 

  write_xlsx(x=escenarios[[i]],path 

=paste("C:/………………",names(escenarios)[i],"ESC4.xlsx" ,sep = "")) 

} 

Escenario 5 

totparmsesc5=list(Vc) 

esc5=lapply(1:length(totparmsesc5),function(i) 

totparmsesc5[[i]][,c(which(colnames(totparmsesc5[[i]])=="meanfreq") 

                  ,which(colnames(totparmsesc5[[i]])=="sd") 

                  ,which(colnames(totparmsesc5[[i]])=="freq.median") 

                  ,which(colnames(totparmsesc5[[i]])=="sp.ent") 

                  ,which(colnames(totparmsesc5[[i]])=="entropy") 

                  ,which(colnames(totparmsesc5[[i]])=="meandom") 

                  ,which(colnames(totparmsesc5[[i]])=="mindom") 

                  ,which(colnames(totparmsesc5[[i]])=="maxdom") 

                  ,which(colnames(totparmsesc5[[i]])=="dfrange") 

                  ,which(colnames(totparmsesc5[[i]])=="species"))]) 

escenarios=lapply(1:length(totparmsesc5),function(i)list(totparmsesc5=totparmses

c5[[i]], 

                   esc5=esc5[[i]])) 

names(escenarios)=names(totparmsesc5) 

especiestotales=list() 

for(k in 1:length(escenarios)){ 

  especiestotales[[k]]=list() 
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  for(i in 1:length(escenarios[[k]])){ 

    especiestotales[[k]][[i]]=list() 

  escenarios[[k]][[i]]$especies=NA 

  especies=levels(unique(as.factor(escenarios[[k]][[i]]$species))) 

  #importante para revertir al final 

  especiestotales[[k]][[i]]=especies 

  columna=which(colnames(escenarios[[k]][[i]])=="species") 

  for (j in 1:length(especies)) { 

    escenarios[[k]][[i]][escenarios[[k]][[i]][,columna]==especies[j],columna+1]=j 

  } 

  escenarios[[k]][[i]]$species=NULL 

} 

} 

for(i in 1:length(escenarios)){ 

  write_xlsx(x=escenarios[[i]],path 

=paste("C:/……………………",names(escenarios)[i],"ESC5.xlsx" ,sep = "")) 

} 

Diferencia de Eficacia del Modelo entre Grupos de Avifauna 

     Se mantiene el código original 

Oscines 

     Se selecciona la carpeta del directorio en R, que contiene cinco especies 

oscines y más de 75 grabaciones. 

Suboscines 

     Se selecciona la carpeta del directorio en R, que contiene cinco especies 

suboscines y más de 75 grabaciones. 

No Passerinos 

     Se selecciona la carpeta del directorio en R, que contiene cinco especies No 

Passerinos y más de 75 grabaciones. 
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Diferencia de Eficacia del Modelo entre Especies Amenazadas y de 

Preocupación Menor 

Especies en Peligro Crítico 

     Se selecciona la carpeta del directorio en R, que contiene cinco especies 

oscines en peligro crítico. 

Especies de Preocupación Menor  

     Se selecciona la carpeta del directorio en R, que contiene cinco especies de 

preocupación menor.
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ANEXO II 

Determinación de ANOVA en R 

library(readxl) 

library(rapportools) 

#1================Leer un documento en Excel ==================== 

#El documento contiene los diferentes grupos y las eficiencias 

GRUPOS <- read_excel("C……………..xlsx") 

attach(GRUPOS)                      

names(GRUPOS) 

class(GRUPO) 

class(EFICIENCIAS) 

factor(GRUPO) 

summary(GRUPOS) 

boxplot(EFICIENCIAS~GRUPO) 

anova1 <- aov(EFICIENCIAS~GRUPO) 

summary(anova1) 

pt <- TukeyHSD(anova1) 


	b3b9b30539efe72410de1e8a261763982c79455b33a19ea3c0b186816133e708.pdf
	c1b30c4ff3224484998b724da6539c114d0175620d84cc6af2bfc68acf0fff3e.pdf
	9371a1505b9a26cfd87c0fe215f22f6d8e19f5dba56a94208b1ae8957e5ea228.pdf
	ced74e918183b2be36bacb18f4f44d55af9aac3d50447a09a4899cc483028915.pdf
	ced74e918183b2be36bacb18f4f44d55af9aac3d50447a09a4899cc483028915.pdf
	ced74e918183b2be36bacb18f4f44d55af9aac3d50447a09a4899cc483028915.pdf

	9371a1505b9a26cfd87c0fe215f22f6d8e19f5dba56a94208b1ae8957e5ea228.pdf
	9371a1505b9a26cfd87c0fe215f22f6d8e19f5dba56a94208b1ae8957e5ea228.pdf
	ced74e918183b2be36bacb18f4f44d55af9aac3d50447a09a4899cc483028915.pdf


	c1b30c4ff3224484998b724da6539c114d0175620d84cc6af2bfc68acf0fff3e.pdf
	c1b30c4ff3224484998b724da6539c114d0175620d84cc6af2bfc68acf0fff3e.pdf

	b3b9b30539efe72410de1e8a261763982c79455b33a19ea3c0b186816133e708.pdf

